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序章 緒論 
物体の精密な操作技術は、マイクロ・ナノメートルスケールにおける現象の解明に不可⽋

である[1]。微⼩スケールの現象の研究は、細胞⽣物学[2-5]、分⼦⽣物学[6-8]、医療診断[9]、
創薬[10, 11]などの発展に貢献してきた。これまでに様々な micromanipulation system が開発
されており、その操作原理は、光、磁気、電場、⾳響波、流体⼒学など、多岐に渡る。 

微粒⼦操作技術の中で最も利⽤される⼿法は、光ピンセットとして知られる光学ベース
の⼿法である[12, 13]。これは、集光されたレーザの force field を利⽤して粒⼦を操作する技
術で、細胞や微⽣物[14, 15]などの⽣体組織の操作にも⽤いられる。この⼿法は、⾼い空間的
精度と被操作物質の多様性をもつが、⾼価な光学装置が要求される。また、レーザー光によ
り、⽣体分⼦および組織へダメージを与える可能性がある[15]。磁気ベースの⼿法は、磁性
を持つ粒⼦を、外部からの磁場を⽤いて制御する[6, 16]。操作対象が磁性を保つ必要がある
ため、磁性を持たない粒⼦に対しては磁気ラベリングが必要となる。電気的⼿法は、操作対
象の粒⼦や周辺の流体への電圧の印加による静電的な⼒で粒⼦を操作するものである[17]。
⾼精度な操作と並列化が可能であるが、操作は対象の分極率に依存し、低伝導率の媒体が必
要で、細胞関連技術への応⽤が制限される[1,18]。⾳響的⼿法は操作対象の存在する領域の
外側から振動を与え、溶媒の圧⼒分布を制御することで粒⼦を操作する[19-21]。⾳波の発⽣
には、基本的に interdigitated transducers (IDT)が⽤いられるが、この製造は多段階にわたり、
デバイス製造の⾼コスト化が問題となる[22]。⼀⽅、流路内の流体の流れのみで粒⼦を操作
する⼿法も提案されている。流路に配置されたピラー周辺に発⽣する流れ場を制御する⼿
法[23]や、等⾓度で交差する流路の流⼊出を制御することで粒⼦を操作する⼿法[24, 25]など
がある。このシステムは流体⼒学の理論をベースとして実現されるため、システムの設計と
制御には流路構造に応じた数理モデルが必要となり、所望のシステムの作製には専⾨的知
識が必要となる。よって、低コストで並列化可能なシステム、⽣体物質への適合性、容易な
設計と制御を実現できるプラットフォームは実現されていない。 

マイクロ流体システムは、微⼩流路を⽤いることで、サンプルの削減、処理の⾃動化、反
応の⾼速化などの利点がある[26-28]。マイクロ流路内の流体の駆動および流れの制御は、流
路構造の他に、外部ポンプ[29]や重⼒[30, 31]、マイクロバルブ[32, 33]を利⽤して実現される
ことが⼀般的である。また、micro electro mechanical systems (MEMS)の技術を応⽤したデバ
イスの作製⼿法により、⼤規模集積化によるハイスループットシステムが実現できる[34-

36]。 

これらの技術は、粒⼦操作技術にも応⽤される[1, 37]。しかし、複雑な機能を実現するた
めには、ポンプなどを多数使⽤し、正確に制御する必要があり、システム全体の⼤型化や⾼
コスト化が課題となる。また、基本的に、システムを構成する多数の流体制御⽤の機能要素
は、単位操作に⼀対⼀で対応する[34, 38]。このような設計⼿法では、様々なタスクに対応す
るシステムを開発することは困難である[39, 40]。さらに、システムを安定化・最適化するた
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めには、設計者やシステム運⽤者がタスクに応じて無数のバルブの挙動をカスタマイズす
ることが求められる。これは、システムを熟知していないユーザーにとっては現実的でない
場合がある。そのため、粒⼦操作のような複雑な機能を実現するためには、新たなアプロー
チが求められる。 

近年、マイクロ流体システムと機械学習の統合が進んでおり、特にディープラーニングの
応⽤が進んでいる[41]。Zhen らは、2017 年以降の知的マイクロ流体に関する研究を 3 つの
分野に分類し、約半数がバイオテクノロジー関連、3 分の 1 がチップ設計・最適化、残りが
化学分野であると報告した[42]。例えば、バイオテクノロジーにおける細胞の分類・解析技
術[43-47]、液滴の形状予測[48, 49]、チャネル構造設計[50]などが報告されている。さらに、
化学の分野では、マイクロリアクタにおける化学反応の最適化[51, 52]や物質検出[53]が主な
研究テーマとなっている。ここで、マイクロ流体システムへの機械学習の応⽤の⽅向性とし
て、強化学習による制御が提案されている。強化学習は、連続的な意思決定問題に対する最
適な⽅針を試⾏錯誤によって学習する機械学習⼿法の⼀種である[54]。近年、深層学習との
統合により実現される、深層強化学習のパフォーマンスの⾼さが実証され、研究事例が増加
している[55-62]。代表的な例として、ビデオゲーム[63-66]や囲碁[67, 68]で⼈間を超えるス
キルを学習した AI がある。また、ロボットの制御[69-76]などにも⽤いられる。 

マイクロ流体⼯学の分野では、デジタルマイクロ流体デバイスの微⼩液滴制御[77]やマイ
クロチャネル構造の最適化[78]に強化学習が適⽤されている。Dressler らは、強化学習をシ
リンジポンプの制御に適⽤することで、超安定な液滴⽣成を実現した[79]。この研究は、強
化学習により、環境変化への適応性を実現できることを証明した。このような研究は、強化
学習の適⽤が連続的なタスクにおける性能向上につながることを証明した。また、強化学習
は、設計者や使⽤者が細かく設定を⾏うことなくシステムの挙動を柔軟に切り替えられる
ような、より汎⽤的なマイクロ流体システムの実現に貢献できる可能性がある。 

上記のコンセプトを実現するために有望な機能要素として、マイクロ流体⼯学で最も⼀
般的に⽤いられるアクチュエータである、マイクロバルブが挙げられる[80, 81]。これは、流
れのオン・オフのスイッチとして機能するだけでなく、集積された複数のマイクロバルブを
制御することで、単純な流路の切り替え[82]、タスクモードの動的切り替え[83]、マイクロ
ミキシング[84]、マイクロポンプ[85]など、様々な流体機能が実現できる。この機構に対し
てより⾼度な制御技術を適⽤することにより、これまで複雑なハードウェアを必要として
いた、粒⼦制御技術などの⾼度な動作を、オンチップアクチュエータのみで実現できる可能
性がある。加えて、強化学習の学習能⼒により、より柔軟で汎⽤的マイクロ流体システムを
実現する可能性を持つ重要な試みであると考えられる。 

本論⽂では、オンチップマイクロバルブと強化学習の特性に着⽬し、これらを利⽤した制
御技術の確⽴と、本システムを応⽤した新しい微粒⼦操作技術の構築を⽬標とする。まず、
マイクロバルブの強化学習による制御を実証したあと、粒⼦操作システムの構築と、シミュ
レータの開発による学習の効率化、実環境における粒⼦操作の実証を⾏う。 
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第 1章では、マイクロ流体システムへの強化学習の統合を実証する第⼀歩として、マイク
ロバルブを複数集積した機能モジュールであるマイクロペリスタルティックポンプを対象
に、強化学習の適⽤性を検討した。具体的には、最⼤流量を達成するための最適な動作シー
ケンスを決定した。マイクロペリスタルティックポンプの動作はマルコフ性を満たすと仮
定し、⼀連の動作シーケンスにおいて、ある状態から最適な次の状態を決定する意思決定問
題に対して、強化学習を適⽤した。まず、実験システムの環境変化が軽微であると仮定し、
エージェントによる探索を必要としない⽅法を採⽤した。ポンプの動作を Markov Decision 

Process (MDP)に基づいてモデル化・定式化した。その後、ポンプ、顕微鏡、強化学習の計算
処理⽤コンピュータからなる学習システムを構築した。このシステムを⽤いて、2 つの状態
の間を遷移する際にダイアフラムが発⽣する流量をサンプリングした。流量が最⼤となる
ような動作シーケンスを得るために、サンプリングした流量を報酬とした。また、得られた
動作シーケンスと従来⼿法の流量を⽐較し、本⼿法を評価した。その後、環境を探索するこ
とで学習を⾏う、Q 学習の適⽤が⾏われた。Q 学習では、報酬関数を未知として、環境内を
試⾏錯誤で探索し、⾏動決定のための評価関数を学習する。さらに、より⾼度なタスクとし
て、ポンプの流量調整の学習を⾏った。これらのタスクに加え、強化学習を適⽤することに
よってシステムの環境変化への対応能⼒を⽰した。 

第 2章では、本システムの粒⼦操作技術への応⽤を⾏った。強化学習は、特徴量を設定す
ることで、システムの⽬的を設定する。これを利⽤し、前章と同じハードウェアを⽤いて、
システムの⽬的を単純な１次元粒⼦操作とすることで、マイクロバルブを⽤いた新しい粒
⼦操作システムが実現できることを⽰した。実環境とシミュレータでの学習を⾏い、⼤規模
化を視野に⼊れた学習環境の評価が⾏われた。 

第 3章では、マイクロバルブ構造の作製技術として、基板上に熱可塑性樹脂をパターニン
グする技術を提案した。これは、マイクロ流体デバイスの構造材料として⼀般的に使⽤され
ている Polydimethylsiloxane (PDMS)製の流路に、溶融した樹脂を減圧下で注⼊し、流路構造
をパターニングする技術である。まず、加熱時間を変えて加熱を⾏い、流路の断⾯形状の変
化と形状の再現性を調べた。次に、直⾓流路を⽤いて、マイクロ流体システムで必要とされ
る複雑な曲線構造の作製能⼒を評価した。さらに、サイズの異なるバルブを作製し、シール
性などの特性を評価した。 

実⽤的な観点から、粒⼦操作システムでは２次元平⾯上での操作が必要である。よって、
第 4章では、マイクロバルブと強化学習を⽤いた、２次元の粒⼦操作技術を実証した。強化
学習は試⾏錯誤によって最適なポリシーを獲得するため、実環境のみでの学習は膨⼤なコ
ストを要する。そのため、学習⽤のシミュレータを⽤いた。流体中の粒⼦操作タスクをシミ
ュレートするため、バルブ動作に対する粒⼦の挙動を予測する⼿法を開発し、シミュレータ
に組み込んだ。学習前に Computational Fluid Dynamics (CFD)ソフトウェアを⽤いてデバイス
内部の速度データを予測し、このデータを粒⼦の速度と仮定して 2 次元物理エンジンに⼊
⼒することにより、マイクロ流路内の粒⼦の動きを予測する⽅法を提案した。本⼿法による
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予測結果を、実測した粒⼦運動と⽐較し、シミュレータの精度を確認した。その後、シミュ
レータを⽤いた２次元粒⼦操作の学習が⾏われた。さらに、学習済みモデルを⽤いて実環境
における実験を⾏うことで、提案⼿法を実証した。 

シミュレータは基本的に、物理の理論ベースで構築されるが、デバイスや操作対象の形状
に合わせて⼀つ⼀つ数理モデルを作成することは、システムの応⽤範囲を制限する。この煩
雑さを克服するため、第 5章では、バルブ動作に対する粒⼦の運動の関係をニューラルネッ
トワークで予測する。このネットワークは実際のデバイスからランダムサンプリングされ
た学習⽤データを⽤いた教師あり学習で実現される。シミュレータの予測精度が確認され
た後、強化学習による粒⼦の操作の学習が⾏われた。学習したモデルは実環境にデプロイさ
れ、粒⼦の２次元平⾯上での粒⼦操作の実証が⾏われた。 

第 6章では、提案した⼿法についての総括と、今後の展望について述べる。 
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第 1 章 マイクロバルブへの強化学習の適⽤と動作シーケンスの学習 
1.1 緒⾔ 

 本章では、マイクロ流体システムと強化学習を統合した粒⼦操作技術の開発に先⽴ち、マ
イクロ流体システムへの強化学習の適⽤を試みた結果を報告する。 

 マイクロ流体システムの流体制御には、マイクロバルブと呼ばれる微⼩アクチュエータ
がよく⽤いられる。これは、空気圧や圧電素⼦の変形を駆動⼒として、ポリマー薄膜を変形
し流路を閉塞する機構である図 1.1(a)。これと同時に、薄膜の変形により薄膜上部の流体が
周辺へと移動する。本機構は構造が単純であるため、マイクロ流体デバイスの製造で⼀般的
に⽤いられるソフトリソグラフィの技術により、数 cm のデバイス上に数百のバルブを実装
することも可能である。この特性により、バルブを複数個集積し、連動させることで、図
1.1(b)のように流体を⼀定⽅向に輸送するポンプとして利⽤されることがある。このバルブ
の動作制御は基本的にシステムの設計者や使⽤者によって経験的に決定されるか、これま
でに提案された動作シーケンスを⽤いることが多い(図 1.2)。本章では、デバイス上に実装
されたマイクロバルブの動作制御に対する強化学習の適⽤⼿法を確⽴する。また、強化学習
が、これまで経験的に決定されてきたマイクロペリスタルティックポンプの効果的な制御
⼿法となることを実証する。 

まず、３つのバルブから構成されるマイクロペリスタルティックポンプをデバイス上に構
成し、顕微鏡、カメラ、学習処理⽤のコンピュータ、空気圧制御系から成る学習プラットフ
ォームを構築した。次に、マイクロペリスタルティックポンプの動作に対して動的計画法に
よる動作獲得と Q 学習による学習⼿法の２つの⼿法を適⽤した。強化学習適⽤のため、マ
イクロポンプの動作に対してマルコフ性を仮定し、マルコフ決定過程として定式化を⾏い、
動的計画法を⽤いて最適な動作の学習を試みた。 

ここで、ポンプで発⽣する流量を強化学習における報酬と定義することでポンピング動作
の獲得を図った。また、ポンプの動作で発⽣する流量をすべての動作パターンでサンプリン
グすることにより、報酬関数がモデリングされ、コンピュータ上で学習が⾏われた。その後、
モデルフリーの学習⼿法である Q 学習の適⽤が⾏われた。ここでは、報酬関数は未知とし
て、システムがマイクロポンプの状態⾏動空間を試⾏錯誤で探索することで⾏動決定に⽤
いる評価関数の最適化が⾏われる。サンプリングされた流量をもとに作成した報酬関数を
⽤いてコンピュータ上での学習と、実環境での学習を⾏い、結果を⽐較した。 

より⾼度な制御として、ポンプの流量を所望の値に調整する動作の獲得を試みた。ここま
での学習では流量が最⼤となるような⾏動の学習を⾏ったが、これを所望の流量と現在の
平均流量の偏差を報酬とすることで流量の調整動作を獲得できることを⽰した。 

さらに、Q 学習は環境内を探索し、現在の評価関数における⾏動価値が最⼤の⾏動を選択
する。これにより、探索中の環境の変化に対してパフォーマンスを維持できる。本システム
の強化学習による環境変化への適応性を実証するため、学習の途中で空気圧制御系の電磁
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弁を動作特性の異なるものに変更し、環境変化を引き起こす。このときのパフォーマンスの
変化を調べた。 

  

 

図 1.1 (a)マイクロバルブの構造 (b)マイクロバルブを⽤いた送液の原理 

 
図 1.2 送液動作の例 

 

 

 

  

Phase 1
(011)

Phase 2
(101)

Phase 3
(110)

Pneumatic chamber

Diaphragm

Channel

v

薄膜 加圧

Close (1)Open (0)

流路

1 0

1 10
⼀⽅向の流れ

(a) (b)



 7 

1.2 理論、実験⽅法 

1.2.1 デバイスの構造 

 図 1.3(a)にデバイスの構造を⽰す。本デバイスは、マイクロ流体システムにおけるマイク
ロポンプとして最⼩の構成である、３つのマイクロバルブで構成されるポンプを⽤いる。流
路構造はこのポンプをリザーバを介してループ状とし、ポンプによって内部で液体が循環
する。ポンプの右側に流量を観察するための領域を設け、図 1.3(b)のように内部のトレーサ
粒⼦の移動を観察することで流量を測定する。操作領域の流路断⾯積を𝐴、粒⼦移動距離を
𝑥とすると、流量𝑉を以下のように定義する。 

𝑉 ≈ 𝐴𝑥	 (1.1) 

 

 
図 1.3(a) デバイスの流路構造 (b) 流量の測定 
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1.2.2 強化学習の適⽤ 

図 1.4 に強化学習の概要を⽰す。強化学習は、環境内で活動する⾏動主体（エージェント）
を考え、エージェントがある状態𝑠で⾏動𝑎を実⾏した場合、環境から報酬𝑟が得られ、状態
が𝑠から𝑠′に遷移する。その後エージェントの状態を𝑠 = 𝑠′としてこれを繰り返す。エージェ
ントの基本的な⽬的は、現在のタイムステップ𝑡から終状態（𝑡 = 𝑇）までに環境から得られ
る報酬の和 

𝐺! = 𝑟!"# + 𝑟!"$ +⋯+ 𝑟% (1.2) 
を最⼤化することである。ここで、タスクが無限に継続するものである場合、式(1.2)が無限
⼤となる可能性がある。そこで、現在のタイムステップよりも未来で得られる報酬は、それ
が遠い未来であればあるほど不確実性があるため、価値を割り引いて考える。この考え⽅か
ら、強化学習におけるエージェントは、割引された報酬和 

𝐺! = 𝑟!"# + 𝛾𝑟!"$ + 𝛾$𝑟!"&⋯ =6𝛾'𝑟!"'"#

(

')*

(1.3) 

が最⼤となる⾏動を選択する。ここで、𝛾は割引率と呼ばれる係数で、0 ≤ 𝛾 ≤ 1の範囲で設
定される。 

 

 
図 1.4 強化学習の概要 
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1.2.2.1 動的計画法 

図 1.3(b)のように、マイクロバルブは Open/Close の２状態を取ることが可能で、それぞれ
0/1 として表記する。論理 1 (Close)は、空気室が加圧され、薄膜が流路を閉塞している状態
を表す。⼀⽅、論理 0 (Open)は、チャンバ圧⼒が⼤気圧に等しく、薄膜は変形せず、流路が
閉塞されていない状態を表す。 

ポンプのダイアフラムの遷移によって発⽣する流量はダイアフラムの現在のフェーズと
遷移後のフェーズのみで決まるとして、マルコフ性を仮定した。本実験系がマルコフ性を満
たしている場合、MDP として定式化され、動的計画法に基づいて戦略を獲得することがで
きる。MDP は、状態集合𝒮、⾏動集合	𝒜、状態遷移確率関数𝑃、報酬関数𝑅で定義される。
マイクロペリスタルティックポンプにおける MDP の構成要素を以下のように定義する。 

 

状態 𝑠 ∈ 𝒮 : ダイアフラムの現在フェーズ 

⾏動 𝑎 ∈ 𝒜 : ダイアフラムの次フェーズ 

報酬 𝑅(𝑠, 𝑎)	: 状態𝑠で⾏動𝑎を実⾏した場合の流量 

𝒮,𝒜はとり得るすべての状態、⾏動の集合である。 

 

ここで、動的計画法で最適な⾏動価値を求めるためには、報酬関数が計算可能でなければ
ならない。まず、ポンプの開閉状態は、空気圧制御系によって所望の状態へ遷移させること
ができるため、確率遷移しない。そのため、状態遷移確率関数𝑃(𝑠′|𝑠, 𝑎)(s’は遷移後の状態を
意味する)は考慮しない。上記の定義をもとに、Bellman ⽅程式から、状態𝑠における⾏動𝑎の
価値𝑄(𝑠, 𝑎)の式が得られる。 

𝑄(,,.) = 𝑅(,,.) + 𝛾max.!
𝑄(,!,.!) 	 (1.4) 

ここで、𝛾は割引率である。 

 

アルゴリズムは以下の通りである。 

1. すべての状態𝑠と⾏動 a について、𝑄(,,.)を 0 で初期化 

2. すべての状態𝑠と⾏動 a について価値関数を更新。 
𝑄0(,,.) ≔ 𝑅(,,.) + 𝛾max.!

𝑄(,!,.!) 		 (1.5)	 

ただし、𝑄′(,,.)は更新後の価値関数である。 

3. 収束条件 

max
,,.

H𝑄(𝑠, 𝑎) − 𝑄0(,,.)H < 𝜀 (1.6) 

を満たしていれば、戦略 
𝜋(,) = 𝑎𝑟𝑔max

.
𝑄(,,.) (1.7)

め、終了。それ以外は、𝑄(𝑠, 𝑎):= 𝑄′(𝑠, 𝑎)として 2 を繰り返す。 
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1.2.2.2 Q 学習の適⽤ 

 環境に関する数理モデルが存在する場合、1.2.2.1 節で⽰したような動的計画法の適⽤
により、最適な動作を得ることができる。しかし、現実の環境では、状態遷移や報酬関
数は未知の場合が多い。また、動的計画法は状態⾏動空間のすべての価値関数を更新す
る必要があるため、空間が広すぎる場合に現実的な時間で計算することが難しくなる。
このように、環境の数理モデルが得られない場合や状態⾏動空間が広⼤な場合は、有望
な⾏動を中⼼に環境内の探索を⾏うアルゴリズムを⽤いる場合が多い。このような数理
モデルを必要としない、モデルフリー型のアルゴリズムとして Q 学習[54]がある。この
⼿法は、ある状態𝑠におけるある⾏動𝑎の価値𝑄(𝑠, 𝑎)を、環境から得られる即時報酬𝑟か
ら、以下の式で更新する。 

𝑄(𝑠, 𝑎) ≔ 𝑄(𝑠, 𝑎) + 𝛼 +𝑟 + 𝛾max
𝑎′∈𝒜

𝑄(𝑠!, 𝑎!) − 𝑄(𝑠, 𝑎)1			 (1.8) 

ここで、𝛾は割引率、𝛼は学習率である。本実験で⽤いられた Q 学習の計算⼿順は以下の通
りである。 

 

1. すべての状態𝑠と⾏動𝑎について、𝑄(,,.)を任意の数値𝑄*で初期化 

2. 初期状態𝑠*を観測。 

3. ⽅策モデル𝜋(𝑎|𝑠; 𝑄) に従い⾏動𝑎を実⾏ 

4. 環境から報酬𝑟と次状態𝑠′を観測 

5. 式(5) を⽤いて Q値を更新 

6. タスク終了条件到達で終了。それ以外は、𝑠 ≔ 𝑠′として⼿順 3 から繰り返す。 

 

ここで、エージェントの⾏動選択は⽅策モデルに従う。本実験では、基本的に現在の状態
に対する Q値が最⼤の⾏動を選択し、⼀定の確率𝜀でランダムな⾏動が選ばれる。この⼿法
は、𝜀-greedy ⽅策と呼ばれる。 
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1.2.3 デバイスの作製 

デバイスは、ソフトリソグラフィによって作製された[86]。まず、ネガ型フォトレジスト
(SU-8 3025, Nippon Kayaku Co., Ltd., Japan)をシリコン基板にスピンコートし、95 °C で 65 分
加熱した。このとき、Channel layer の厚さは 28.5 µm であった。次に、このウェハをフォト
マスクを使⽤して UV ライトに 250 mJ/cm2で露光した。その後、ウェハーを 95 ℃で 5 分間
加熱し、現像した。バルブ作製のため、Channel layer のダイアフラム部分に厚さ 30 µm、 幅
100 µm のワックスを配置し、130 °C のホットプレートで 10秒間加熱し、半円形の流路断⾯
を得た。モールドの作製後、2 mm のシリコンゴムシートがスペーサとしてモールドに取り
付けられ、デバイスの厚さを調整した。PDMS (SYLGARD 184, The Dow Chemical Co., USA) 

は、基剤と硬化剤を 10:1 の割合で混合し、モールドに流し込んだ。これを 75℃で 90 分加熱
することで硬化させた。モールドからはく離された PDMS は、外形をカットし、チャンバ
ー⽤の⽳がパンチによって開けられた。ベントは 18G シリンジニードルを⽤いて開あけた。
ダイアフラムは 10:0.7 の割合で混合された PDMS をシリコンウェハ上にスピンコートし、
厚さを 23.7 µm とした。ダイアフラムと pneumatic layer に真空プラズマを照射し、貼り合
わせたあとで 75 °C のホットプレートで 15 分加熱することで接合した。このレイヤーと
channel layer を同じ⼿法で接合した。 
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1.2.4 学習システムの構築 

 

図 1.5 学習システム 

 

学習システムを図 1.5 に⽰す。システムは、マイクロ流体デバイス、ダイアフラムを駆動
するためのソレノイドバルブ(USG3-6-1-DC12V, CKD Corporation, Japan)、ソレノイドバルブ
を制御するための Arduino Microcontroller (Arduino Uno, Arduino S.R.L., Italy)、学習処理を⾏
うコンピュータ、顕微鏡と CMOS カメラ(VC-320, Gazo Co., Ltd.)で構成される。Pneumatic 

chamber に印加される圧⼒は、本章のすべての実験において 50 kPa とした。デバイスの流
路内を、Milli-Q water に Tween20 (170-6531, Bio-Laboratories, Inc., USA) を 0.05%(v/v)で希釈
したもので満たした。その後、デバイスの流路 20 µm のポリスチレン粒⼦(#18329, 

Polysciences Inc., USA)を⼊れた。CMOSカメラから画像をコンピュータに取り込み、OpenCV 

4.0 を⽤いて粒⼦を抽出し、粒⼦位置を取得する。 
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1.2.5 流量のサンプリング 

流量サンプリング⽅法は次のとおりである。まず、ダイアフラムを(000)に遷移させ、状態
をリセットする。その後、ダイアフラムを状態𝑠に遷移させ、粒⼦位置を測定する。その後、
状態を𝑠0に遷移させ、同じように粒⼦位置を測定する。ここで、遷移前後で測定した粒⼦位
置の差と流路の断⾯積から、移動した流体の体積を算出した。 

上記の測定をすべての状態𝑠と⾏動𝑎の組み合わせで測定することで、報酬関数𝑅(𝑠, 𝑎)と
して利⽤した。また、１回の遷移あたりの動作速度は、バルブの開閉速度よりも⼗分に遅い
ため、粒⼦の移動量の合計を流量に近似できると仮定した。 

サンプリングした流体の移動量から、シーケンスの流量を推定する⼿法として、状態⾏動
の組に対する流量を合計する。図 1.6 に流量推定の例を⽰す。初期状態𝑠*で⾏動𝑎#を実⾏し
た場合に報酬（流量）𝑟*#が⽣じる。この⾏動により状態が𝑠#に遷移する。３フェーズのシー
ケンス（𝑠*, 𝑠#, 𝑠$）の場合、終状態が初期状態𝑠*に⼀致するときの合計流量（𝑟*# + 𝑟#$ + 𝑟$*）
をそのシーケンスの流量とする。これを遷移回数で除したものがそのシーケンスの１ステ
ップあたりの平均流量となる。例えば、(011)(101)(110)の 3 フェーズシーケンスの場合、
(011)→(101), (101)→(110), (110)→(011) の 3遷移で発⽣する流量を合計することで 1循環あ
たりの発⽣流量を求めることができる。 

 

 
図 1.6 シーケンスの流量推定⽅法 
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1.3 実験結果および考察 

1.3.1 動的計画法による動作シーケンスの獲得 

 動的計画法の適⽤のため、報酬関数を決定する必要がある。マイクロバルブは現在のバル
ブ開閉状態から次の開閉状態に遷移するときに流体の移動が発⽣する。そのため、状態⾏動
のすべての組み合わせに対して移動する流体の量を測定することで、報酬関数を定義した。
表１.1 に測定された粒⼦移動量を⽰す。 

 サンプリングした流量を報酬関数として⽤いて動的計画法により最適な⾏動を求めた。
図 1.7(a)は割引率を変えた場合の残差の推移を⽰している。割引率が１に近づくと、より遠
いタイムステップでの報酬が価値評価に影響を及ぼすため、⼀つの価値を決定するための
ファクターが増加し、残差の減少が緩やかになる。マイクロポンプの動作は、１回の動作で
発⽣する流量よりも複数回の動作で発⽣する流量の合計値が重要であるため、割引率は 1 に
近いほうが理想的である。しかし、割引率が上昇すると集束までの時間が増加するため、適
切な調整が必要である。図 1.7(a)より、割引率𝛾 = 0.70~0.90では、100 iteration 以内で収束
した。𝛾 = 0.99の場合、約 700 iteration で収束条件に達した。図 1.7(b)は𝛾 = 0.80, 0.90の場合
の政策収束の経過を⽰す。数回の反復で戦略が収束していることがわかる。図中の⽮印は、
戦略によって決まる遷移の⽅向を⽰している。図 1.8(b)は各割引率設定で収束した最適な⾏
動を⽰している。𝛾 = 0.70, 0.80と𝛾 = 0.90, 0.99はそれぞれ同じ戦略となることが確認された。
図 1.9 は従来提案されていた動作シーケンスと動的計画法により得られたシーケンスの流
量の⽐較である。図にはサンプリングされた流量から計算された値（シミュレーションのプ
ロット）を同時に⽰した。 

強化学習によって得られた(000)(110)(001)のシーケンスでは、従来提案されている 4 また
は 6 フェーズのシーケンス[87]に⽐べ、流量が 2 倍に増加した。𝛾 = 0.70, 0.80で収束した
(110)(101)は左のダイヤフラムが常に閉じているため、流れが発⽣しないことが⽰された。
また、従来の 3相配列 (011)(101)(110)のシミュレーション値と実測値は⼤きな不整合を⽰し
ている。これらの結果は、以下で説明するように、ダイヤフラムの開閉動作の速度差による
ものである。 

図 1.10 は、バルブの動作の瞬間を撮影した画像である。制御信号が⼊⼒された後、中央
のダイアフラムは変化が確認されてから約 15 ms で閉じるが、右側のダイアフラムは 30 ms

で開き始め、45 ms で完全に開放された。この動作速度の差は、ダイアフラムの空気圧を制
御する電磁弁の応答速度に起因するものである。また、ダイアフラムの開放状態への変化は
PDMS の弾性にのみ依存することも影響していると考えられる[85]。 

２フェーズのシーケンス (110)(101) における(110)から(101)への遷移では、1→0 が 0→1

よりも遅いため、実質的に、(110)→{(111)}→(101)となる（｛｝は遷移途中の物理的なバルブ
状態を⽰す）。この遷移単体で⾒れば、右のバルブに保持された流体が右に流出することと
なり、流れが⽣じる。これによってシミュレーション上では⼤きな流量が⽣じると算出され
るが、実際には左のバルブは閉じているため、シーケンス全体では流れは⽣じない。 
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従来の 3相シーケンス(011)(101)(110)の流量は、他のシーケンスと⽐較して極端に少ない。
この事実は、シミュレーションとの間に⼤きな⽭盾がある。この⽭盾は、次のようなプロセ
スで⽣じる。まず、(011)(101)の遷移時に、ダイアフラムの開閉速度の違いにより物理遷移
が(011)→{(111)}→(101)となり、中央のダイアフラムは実質的に常に閉じた状態が維持され
る。その後、(101)→(110)において、{(111)}→(110)となる。このとき、中央のバルブには流
体がほとんど保持されていないため、右の流路からの逆流が⽣じた。このように、過去の動
作履歴による制御信号と物理状態の不整合により、従来の 3相シーケンスでは、シミュレー
ションと⼀致する流量が得られなかったと推察される。そのため、図 1.9 における、ダイヤ
フラムの動作遅れの影響を受けないと考えられる 3 フェーズシーケンスでは、シミュレー
ション値と実測値がよく⼀致した。ここで、シミュレーションにおいて、すべての３フェー
ズシーケンスの流量を算出した場合、本実験で獲得したシーケンスが最も流量の多いもの
であることがわかった。 

これらの結果から、マイクロペリスタルティックポンプの運転にマルコフ特性を仮定し、
MDP に基づいて定式化することにより、ポンプの運転に強化学習を適⽤することができる
ことが⽰された。 
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図 1.7 (a) 試⾏回数に対する最⼤残差の推移 (b)各割引率の設定で収束した戦略。図中の８
つの円はポンプの状態を⽰し、⽮印は戦略関数により与えられた⾏動（次に遷移すべき状態）
を⽰している。任意の初期状態から戦略に従い遷移すると 2及び 3 つの状態を循環する(⾚
い⽮印)。どの状態を初期状態としても戦略に従って遷移を繰り返すことで、(110)(101)か
(000)(110)(001)の循環に収束する（⾚い⽮印）。 
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図 1.8 各割引率で収束したシーケンス 

 

 

 

表 1.1 各状態⾏動における粒⼦移動量 
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図 1.9 各動作シーケンスの流量の⽐較 

 

 

図 1.10 ダイアフラムの動作の連続写真。(001)から(010)への遷移の様⼦。 
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1.3.2 Q 学習による動作シーケンスの獲得 

前節で、MDP の適⽤が可能であることが⽰された。ここでは、報酬関数が未知であるこ
とに加え、確率的に変化する場合に対応するため、環境を探索することで学習を⾏うアルゴ
リズムである、Q 学習の適⽤を試みた。 

図 1.11(a)は、学習過程におけるダイアフラムの 1 遷移当たりに発⽣する流量の推移であ
る。学習初期はほとんどランダムな遷移であるため負の流量（逆流）が確認されている。そ
の後の学習によって、発⽣する流量は 1 step あたり約 216 pl となった。約 10000 step の学習
で得られた動作シーケンスを図 1.11(b)に⽰すどの状態を初期状態としても戦略に従って遷
移を繰り返すことで、(000)(110)(001)の循環に収束する（⾚い⽮印）。これは、2.3.1節で動的
計画法を⽤いて獲得した最適な動作に⼀致する。この流量の増加は、使⽤したデバイスの閉
じた流路レイアウトやバルブの空気圧を制御する電磁弁の応答速度に起因するものであり、
本実験系の特性が考慮された動作であることが確認された。 

Q 学習の適⽤により、⽬的に沿ったシステムの動作を環境内の探索により最適化できる
ことが⽰された。また、環境との相互作⽤によって個々のシステムに最適化された動作を得
られることも⽰された。この技術は、プラットフォームのロバストな制御や、商業化におけ
る低コスト化、ユーザビリティの向上に⼤きく貢献する技術である。 

 

 
図 1.11 (a)1 ステップ当たりの流量の推移。γ=0.9, α=0.1。グラフは N=30 の移動平均。 

(b) 獲得された戦略。丸はポンプのダイアフラムの状態、⽮印は次に遷移すべき状態。 
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1.3.3 Q 学習による流量調整動作の獲得 

エージェントはダイアフラムの現在の状態から⾏動価値関数が最⼤となるような⾏動を
出⼒し、ダイアフラムが遷移する。流量に応じた報酬がエージェントに与えられ、Q値の
更新式に従って⾏動価値が更新される。この報酬の設定によって、エージェントの⽬的は
粒⼦移動量（流量）を⽬標範囲に保持するような⾏動を学習することと定義される。 

図 1.12 (a) は各流量設定における学習ステップ数と 1 ステップ当たりの流量推移であ
る。学習初期における⾏動は、⾏動価値の学習がほとんど⾏われていないため、ランダム
に近い遷移をとる。そのため、粒⼦の逆⽅向の移動（負の流量）が観測される。その後、
学習を重ねるにつれて粒⼦の順⽅向への移動量が増加し、指定された流量範囲付近に流量
を維持できることが確認された。ランダムな遷移では順⽅向への有意な流れを継続的に⽣
み出すことはできないため、タスクスタートから順⽅向への流量を増加させる必要があ
る。そのため、⽬標流量が⼩さい場合では、0 から 10~20 pL/step のグリッドまでを探索す
れば良いが、⽬標流量が 70~80 pL/step の場合は、0 からその間の状態を探索する必要があ
るため、より学習に時間がかかる。 

学習終盤においても流量は⽬標範囲に対し最⼤ 20 pL/step 程度のばらつきがみられた。
今回のタスク設定では、報酬は過去の遷移に影響を受けるため、過去の⾏動によって現在
の状態に関わらず最適な⾏動は異なる場合がある。平均流量の算出範囲は 50遷移である
ため、１ step あたりの影響は少ないが、過去の履歴によって最適な⾏動が変化し、⼀時的
に流量が⽬標から外れ、これを修正するという⾏動が繰り返されることがばらつきの原因
と考えられる。図 1.12 (b)は、それぞれの⽬標設定において、現在の状態が⽬標流量範囲内
の場合のエージェントが獲得した戦略である。図中の⽮印は現在のバルブ開閉状態におい
て最も Q値の⾼い⾏動を⽰しており、基本的にエージェントはこの⽮印に沿って⾏動す
る。現在の状態がどのバルブ状態であったとしても、戦略にしたがって⾏動することで⼀
定の繰り返し遷移（⾚い⽮印）に収束する。図より、各⽬標値によってそれぞれ異なるシ
ーケンスに収束しているため、⽬的に応じた戦略を学習しているといえる。ここで、
peristaltic pump では動作速度の変更によって流量を調整することが⼀般的である。しか
し、本実験で⽰された、⽬的に応じた独⾃の動作パターンの獲得は、これまでにないマイ
クロ流体素⼦の応⽤⽅法を提⽰できる可能性を⽰唆している。 
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図 1.12 (a) 学習中の流量の推移(𝛾 = 0.9, 𝛼 = 0.3, 𝜀 = 0.01) 。破線はそれぞれの⽬標流量範
囲を表す。(b) 30000 step の学習後の戦略。円はポンプの状態を⽰し、⽮印は戦略関数によ
り与えられた⾏動（次に遷移すべき状態）を⽰している。任意の初期状態から戦略に従い
遷移すると 2及び 3 つの状態を循環する(⾚い⽮印)。 
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1.3.4 強化学習による環境変化への適応性の実証 

強化学習は、環境内を探索し、価値観数を更新し続けることで未知の環境での最適な⾏動
を獲得する。この探索によって、環境が変化した場合でもパフォーマンスが維持できるよう
な⾏動を選択し、その環境に最適化された価値評価を再度学習できる。これは、ロバストな
マイクロ流体システムの実現に寄与する。これを実証するため、ポンピングの学習の途中で、
バルブ制御に⽤いられるソレノイドバルブを動作特性の異なるものに変更し、環境変化を
引き起こした場合のパフォーマンスを調べた。 

ソレノイドバルブは、学習開始から 10000 step までは USG3-6-1 (CKD，Japan)が使⽤さ
れ、それ以降は M3QB110 (CKD，Japan)が⽤いられた。図 1.13(a)より、学習開始から平均
流量が増加し、4000 stepほどで横ばいとなった。その後、学習が 10000 step に到達した段
階でソレノイドバルブを交換し、学習が再開された。図 1.13(b)は、学習中の戦略の推移を
⽰している。エージェントの戦略は、10000 step の学習で(000)(100)(011)であった。ここ
で、これまでの実験おける最適なシーケンスと収束結果が異なるのは、デバイスの個体差
や実験環境の影響と考えられる。ただし、このシーケンスの送液のメカニズムは本⽂のシ
ーケンスと同様にソレノイドバルブの開閉速度差を利⽤しているので、環境に応じたシー
ケンスが選択されていると考えられる。 

図 1.14 に各シーケンスのそれぞれのソレノイドバルブにおける１遷移あたりの流量を⽰
す。交換後のバルブを⽤いると、前のソレノイドバルブで獲得したシーケンスでは流量が
⼤幅に低下した。これは、ソレノイドバルブを変更することが、環境変化を引き起こすこ
とを⽰している。しかし、エージェントは戦略を切り替えることによってパフォーマンス
を維持することに成功している。15000 step の学習後、エージェントは(001)(100)(111)の戦
略をとっていた。状態動作のすべての組み合わせについて粒⼦の動きをサンプリングして
流量を推定したところ、M3QB110 を使⽤した場合、このシーケンスが最⼤の流量を⽣み出
すことを確認した。したがって、強化学習を⽤いることで、システムが環境変化に適応可
能であることが実証された。 
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図 1.13 (a) Variation of the flow rate per transition. 𝛾 = 0.9, 𝛼 = 0.3. (Moving average, 50 trans.) 
(b) Operation sequence given by 𝜋(𝑠) = argmax

.
𝑄(,,.). The numbers under the figures indicate the 

total transitions. 
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図 1.14 Comparison of flow rate with each actuation sequence. These flow rates indicate the 

averaged flow rate per single transition, which is calculated from the measured total flow rate with a 

transition frequency of 3 Hz. 
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1.4 結⾔ 

本章では、オンチップマイクロバルブの制御に対する強化学習の適⽤を試みた。制御対
象として、３つのマイクロバルブを搭載したマイクロペリスタルティックポンプを⽤い
た。 

まず、マイクロペリスタルティックポンプをマイクロ流体デバイス上に構成し、このデ
バイスに周辺機器を接続し、学習プラットフォームを構築した。強化学習を適⽤するた
め、マイクロポンプの動作にマルコフ性を仮定し、MDP として定式化した。動的計画法に
より、最適な動作を決定した。バルブの動作で発⽣する順⽅向への流量を MDP における
報酬と定義することで、エージェントの⽬的を流量の最⼤化に設定した。動的計画法の適
⽤のため、ポンプの動作で発⽣する流量をすべての動作パターンでサンプリングすること
により、報酬関数がモデリングされた。これにより、コンピュータ上で学習が⾏われた。
割引率の設定によって、収束する動作がことなることが⽰された。割引率を適切に設定す
ることで、(000)(110)(001)の 3フェーズシーケンスが得られ、従来のシーケンスに⽐べて
50%以上流量が増加した。加えて、使⽤したデバイスや周辺機器の動作特性に応じた⾏動
の選択が⾏われていることを確認した。 

その後、環境が未知の場合、報酬関数が定義できない場合、モデルフリーの学習⼿法を
適⽤することで環境を探索し、最適な⾏動を学習することができる。代表的なアルゴリズ
ムとして、Q 学習の適⽤が⾏われた。サンプリングされた流量をもとに作成した報酬関数
を⽤いてコンピュータ上での学習と、実環境での学習を⾏い、探索による送液動作の獲得
が確認され、動的計画法で獲得されたものと同様のシーケンスに収束した。 

より⾼度な制御として、ポンプの流量を所望の値に調整する動作の獲得を⽰した。報酬を
⽬標流量からの偏差を基準に算出することで、所望の平均流量を発⽣する動作を獲得でき
ることを⽰した。 

さらに、Q 学習の探索による環境変化への適応能⼒を⽰すため、学習の途中で空気圧制
御系の電磁弁を変更し環境を変化させた。エージェントは戦略を切り替えることにより、
環境変化に対してパフォーマンスを維持できることが⽰された。環境の変化後に獲得され
たシーケンスは、シミュレーション上、最⼤の流量を⽣み出すことを確認した。したがっ
て強化学習による環境変化への適応能⼒が⽰された。 
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第 2 章 強化学習を利⽤した 1 次元微粒⼦操作技術の開発 
2.1 緒⾔ 

前章では、オンチップマイクロバルブの制御に対する強化学習の適⽤を⾏い、動作の⾃
律的学習と効率化を実証した。 

本章では、より⾼度なタスクとして、同⼀のシステムによる粒⼦操作技術への拡張を試
みた。マイクロバルブは動作の組み合わせによって流体の流れが⽣じる機構である。流路
内に操作対象の粒⼦を配置し、バルブを適切に動作させることで、マイクロバルブを利⽤
した粒⼦操作技術が実現できる。どのようにバルブを動作させれば粒⼦を⽬的の位置に配
置できるかは未知であるが、強化学習における報酬の設定を変更すれば、⾃律的に獲得が
可能である。 

 ここで、Q 学習などの探索を必要とするアルゴリズムでは、学習は試⾏錯誤によって⾏
われるため、タスクの難易度が上昇すると膨⼤な数の試⾏錯誤が必要となる場合がある。
そのため、実環境における学習では、現実的な時間で学習が終了しない可能性がある。よ
って、本章においてもシミュレータを構築し、学習の効率化の検討を⾏った。実環境でゼ
ロから学習したモデルとシミュレータで事前学習されたモデルを⽐較し、強化学習を⽤い
た新しい粒⼦操作技術の実証と、⼤規模化を視野に⼊れた学習環境の評価が⾏われた。 
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2.2 理論、実験⽅法 

2.2.1強化学習の適⽤ 

マイクロポンプの強化学習における状態と⾏動は以下の通りである。 

 

状態 𝑠 ∈ 𝒮 : ダイアフラムの現在フェーズ、粒⼦位置 

⾏動 𝑎 ∈ 𝒜 : ダイアフラムの次フェーズ 

𝒮,𝒜はとり得るすべての状態、⾏動の集合である。 

 

Q値の定義は式(5)と同様である。 

本実験で⽤いられたアルゴリズムは以下の通りである。 

1. すべての状態𝑠と⾏動𝑎について、𝑄(,,.)を任意の数値𝑄*で初期化 

2. 初期状態𝑠*を観測。 

3. ⽅策モデル𝜋(𝑎|𝑠; 𝑄) に従い⾏動𝑎を実⾏ 

4. 環境から報酬𝑟と次状態𝑠′を観測 

5. 式(5) を⽤いて Q値を更新 

6. タスク終了条件到達で終了。それ以外は、𝑠 ≔ 𝑠′として⼿順 3 から繰り返す。 

 

ここで、⽅策モデル𝜀-greedy 法を使⽤し、𝜀=0.05 とした。 
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2.2.2 粒⼦操作シミュレーションおよび実験環境 

粒⼦操作タスクの定義を図 2.1 に⽰す。１次元の直線流路を仮定し、粒⼦の中⼼位置をタ
ーゲット領域に⼀致させることを⽬的とする。粒⼦は中⼼位置のみが考慮される。強化学習
の適⽤のため、粒⼦の位置が状態表現に組み込む。本章で⽤いる Q 学習は状態を離散化す
る必要があるため、流路にグリッドを設定し、粒⼦の位置をグリッド番号で表す。まず、タ
ーゲットの位置を基準（Grid 0）として、ターゲットの両側にグリッドを定義する。ここで、
流路内の流れは流路の𝑥⽅向位置に関わらず⼀定と仮定し、これに従い、粒⼦の移動はバル
ブにより⽣じる流体の移動量にのみ依存し、これは流路の𝑥⽅向位置に依存しないとする。
最終的なタスクは流路の𝑥⽅向の任意の位置に粒⼦を配置することであるが、シミュレータ
上では実質的に、粒⼦を初期位置から Grid 0 に移動するタスクと定義できる。このタスク
をシミュレータ上で学習できれば、実環境に置いて任意の位置への操作が可能となる。 

エージェントが得る報酬𝑟は、以下の通りである。 

𝑟 = X 1−1
Y𝑠4 = 0Z

(𝑜𝑡ℎ𝑒𝑟𝑤𝑖𝑠𝑒)
	 (2.1) 

グリッドの定義範囲外に粒⼦が移動した場合は、ポンプの状態は遷移せず、最も外側のリセ
ットエリアに戻されるとし、この場合もの‒1 の報酬が与えられる。シミュレーションのた
めの粒⼦移動量のサンプリングは 1.2.5 と同様である。 

実環境における粒⼦操作の実験では、設定された範囲内のランダムな位置にターゲット
を定義し、タスクを実⾏する。初期バルブ開閉状態もランダムに決定される。学習中のシス
テム動作速度は 2 Hz とした。ターゲットの左右に⽚側 10 グリッドが定義され、グリッドの
幅はカメラ解像度を基準に 20 px (45.8 µm)とした。実験中に粒⼦がグリッド定義範囲から外
れた場合のため、この 10 グリッドの外側に幅 100 px (229 µm)のリセットエリアが設定され
た。粒⼦は固定されたシーケンスを⽤いてこのエリア内のランダムな位置に戻される。よっ
て、定義されるグリッド数は、ターゲット、リセットエリアを含めて 23 グリッドとなる。 

 

図 2.1 粒⼦操作タスクの定義。グリッド幅はカメラ解像度で 20 pixel (45.8 µm)。 
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2.3 実験結果および考察 

まず、コンピュータ上で学習を⾏うため、シミュレータを構築した。シミュレータは、サ
ンプリングした微粒⼦の移動データをもとに、微粒⼦の移動を予測する。学習の進⾏は、初
期位置から⽬標に到達するまでに要した動作回数（ステップ数）を⽤いて可視化した。 

図 2.3 のプロットは、シミュレーションと実世界の学習結果を⽰している。各 episode は
エージェントが⽬的を達成するまで続けられた。実験のコントロールとして、エージェント
の⾏動をランダムにした場合の結果も⽰している。これは、同じタスクにおいて、すべての
⾏動をランダムに選択した場合の結果である。シミュレーションでは、学習が進むにつれて
⽬標に到達するまでのステップ数が減少し、評価に⽤いた 100 episode の平均値は、合計 1000 

episode の学習で 3.0 steps/episode に収束した。しかし、ランダムアクションの場合、45 episode

に到達するまでに約 6,000 steps を要し、平均値は 135.9 steps/episode となった。この結果は、
エージェントがシミュレータでタスクをクリアするために効率的な⾏動を学習したことを
⽰している。 

図 2.4 は、実験中の流路とポンプのフェーズの step-by-step の画像である。事前学習を⾏
わない場合、最初の 100 episode の平均値は 28.5 steps/ episode であったが、約 1000 episode

の学習後、最後の 100 episode の平均値は 4.6 steps/ episode であった。しかし、事前学習を⾏
った場合、最初の 100 episode の平均値は 9.0 steps/ episode となり、事前学習を⾏わない場合
よりも効率的であった。さらに、1,000 episode に到達するまでの総 steps 数は、2,500 step以
上削減された。これは、エージェントの学習コストの削減とシステム規模の拡⼤に寄与して
いる。ここで、2 つのエージェントのタスク性能は、シミュレーションで到達した最終値と
⽐較して低下しているように⾒える。実環境では、温度などの環境条件の変化や、流路の y

⽅向の位置に関する微粒⼦の移動などを考慮したポリシーが必要である。しかし、シミュレ
ーションではこれらに起因する摂動が実装されていないため、結果にギャップが⽣じたと
考えられる。 
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図 2.2 (a) 1回のタスククリアに要した⾏動回数の推移(𝛾 = 0.9、𝛼 = 0.1, 𝑄* = 0)。プロッ
トは N=20 の移動平均を⽰す。(b) トータルステップ数に対するエピソード数。 

 

 

図 2.3 粒⼦操作タスク実⾏中の連続写真とポンプの動作 
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2.4 結⾔ 

本章では、前章までに述べた、マイクロ流体システムに対する強化学習の適⽤⼿法を拡張
することで粒⼦操作技術を実証した。マイクロ流体システムに強化学習を適⽤することで、
特徴量を変化させるだけで、環境との相互作⽤から与えられたタスクを実⾏するための制
御⽅法を⾃律的に獲得することが可能となる。 

強化学習を適⽤するため、特徴量とタスクの設定が⾏われた。本粒⼦操作タスクは、直線
状の流路に配置された微粒⼦を指定されたターゲットエリアに運ぶタスクとした。粒⼦が
ターゲットエリアに到達した場合に正の報酬を与えることで、粒⼦を⽬的位置に運ぶため
のバルブ開閉制御の学習を⽬的とした。 

実環境での適⽤に先⽴ち、コンピュータ上での学習を⾏うためのシミュレータを構築し
た。これは、サンプリングされた粒⼦移動量を⽤いてコンピュータ上でタスクを再現するも
のである。学習アルゴリズムには Q 学習が⽤いられ、シミュレータ、実環境のそれぞれの
環境で学習が⾏われ、粒⼦を効率的に運ぶ動作を獲得していることが⽰された。また、シミ
ュレータによる事前学習によって実環境における学習時間を削減可能であることが⽰され
た。 

本技術は、流路内のウェルや堰などの物理的構造を必要とせず、⾼価な機器を使⽤しない
ため、低コストで⾃由度の⾼い技術である。今後、粒⼦操作領域を 2次元平⾯に拡張し複数
粒⼦の並列操作を実現することで、低コストでハイスループットな粒⼦配列技術としての
応⽤が期待できる。 
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第 3 章 Vacuum-assisted Micromolding を⽤いたリフロープロセス 
3.1 緒⾔ 

前章までに使⽤したマイクロバルブは、マイクロ流体デバイスにおける流体制御を担う
重要な要素である。流路を完全に閉塞するためには、バルブ部分の流路断⾯を半円形として、
ダイアフラムの密着性を向上させる必要がある。この構造は⼀般的に、フォトリソグラフィ
ーで作製した矩形断⾯のポジ型フォトレジストを加熱し、溶融した際に表⾯張⼒で形状が
円形になることを利⽤して作製される[88-92]。しかし、基板に塗布できるポジ型フォトレジ
ストの厚さは、約数⼗ μm が限界である[93]。そのため、培養された細胞組織などの直径数
百 μm に達する物体の輸送や⼤きな流量を発⽣させるポンプの実装には適していない[94, 

95]。 

そこで、本章では、厚膜塗布可能なネガ型フォトレジストで作製した⼤型の流路構造を鋳
型として熱可塑性樹脂を成形し、加熱することで、ポジ型フォトレジストでは困難な、⼤型
の半円形流路構造の作製⼿法を提案する。マイクロ流体デバイスの構造材料として⼀般的
な PDMS で作られた流路に溶融した熱可塑性樹脂を、Vacuum-assisted Micromolding (VAM) 

[96-100]を応⽤し、真空⼒で注⼊することで流路構造を転写する。加熱時間を変えて加熱を
⾏い、流路断⾯形状の変化と形状の再現性を調べた。その後、マイクロ流体システムで要求
される複雑な曲線構造の作製能⼒について直⾓の流路を⽤いて評価した。さらに、⼤きさを
変えたバルブを作製し、シール能⼒などを評価した。 
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3.2 理論、実験⽅法 

3.2.1 EVAホットメルト接着剤のパターニングとリフロープロセス 

図 3.1 に VAM の概要を⽰す。SU-8 マスターモールドを⽤いて鋳造した PDMS モールド
を、200℃に設定したホットプレート上のシリコンウェハに貼り付けた。⼀⽅のリザーバー
に固形 EVA接着剤(K-13P-12, T-098, Daiso Industries Co., LTD., Japan)を⼊れ、数⼗秒放置し
て溶融させた。⽑細管⼒による流路への⾃然流⼊は起こらないため、反対側のポートを減圧
して PDMS モールドの流路にグルーを注⼊した。減圧はダイヤフラムポンプ(DAP-6D, 

ULVAC KIKO Inc.)を⽤いて、圧⼒は約–90 kPa以上とした。 グルーの注⼊が完了した時点
でダイヤフラムポンプを停⽌し、ウェハと PDMS モールドを冷却した。PDMS モールドは
ホットプレートの熱で膨張した状態でウェハに接着しているため、冷却時の収縮でウェハ
から⾃然剥離し、グルーが硬化前に損傷する可能性がある。そこで、冷却直前に PDMS モ
ールドの上⾯に PET シート(VF-1410N, KOKUYO Co., Ltd.)を貼り付け、収縮による剥離を防
⽌した。ウエハと PDMS モールドを室温まで冷却した後、PDMS モールドを剥離した。EVA

グルーは、シリコンウェーハの表⾯には強い接着⼒を⽰すが、PDMS にはほとんど接着しな
い。この性質を利⽤することで、成形したグルーを PDMS モールドから容易に離型するこ
とができる。VAM で作製した EVA グルーモールドは、SU-8 の流路構造が転写され、矩形
の断⾯形状である。このグルーモールドをホットプレート上でリフローさせると、断⾯が丸
みを帯びた流路が形成できる。 

 

 

図 3.1  Vacuum-assisted micromolding の模式図 
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3.2.2 モールドとデバイスの作製 

図 3.2 に提案したプロセスを⽰す。PDMS モールドは、SU-8 マスターモールドから作製
した（図 3.2（a-c））。SU-8 マスターモールドは、ネガ型フォトレジスト(SU-8 3025, Nippon 

Kayaku Co., Ltd., Japan)をフォトリソグラフィーでシリコンウェハ上にパターニングするこ
とにより作製した。シリコンウェハ上に SU-8 をスピンコートし、95℃で 60 分間ソフトベ
ークした。このウェハーに、流路パターンが印刷されたフォトマスクを介して 250-500 

mJ/cm2の紫外線を照射した。その後、95 ℃で 5 分間の加熱を⾏った後、SU-8 developer (Nippon 

Kayaku Co., Ltd., Japan)を⽤いて現像を⾏った。PDMS モールドおよびデバイスは、ソフトリ
ソグラフィーを⽤いて作製した[86]。SU-8 モールドに厚さ 2 mm のシリコンゴムシート（6-

612-04, AS ONE Corporation, Japan）をスペーサーとして貼り付け、デバイスの厚さを調整し
た。PDMS（Sylgard184, The Dow Corning, USA）を 10：1 の割合で混合し、モールド上に塗
布した。真空チャンバー内で 30 分間脱泡した後、75℃のオーブンで 90 分間加熱して硬化
させた。硬化後、PDMS を剥離・切断し、直径 4mm のパンチでグルー投⼊のためのリザー
バ⽳を打ち抜いた。なお、本章で使⽤した PDMS モールドはハードベーキングは⾏われな
かった。これは、加熱による変形でウェハと流路端の接着⼒が低下した場合、溶融したグル
ーが PDMS モールドの流路から漏れる可能性があるためである。PDMS モールドから VAM

を⽤いてグルーモールドを作製した（図 3.2（d））。85 ℃に加熱したホットプレート上でモ
ールドをリフローすることで、断⾯が丸い流路を作製した（図 3.2 (e-f)）。断⾯の形状変化の
速度はリフロー温度に⽐例して⼤きくなるため、形状制御のための加熱時間の誤差の影響
は温度が上がるほど⼤きくなる。そこで、断⾯形状の再現性を確保するために、リフロー温
度はグルーの溶融温度付近に設定した。その後、グルーのモールドから PDMS をキャスト
し、デバイス作製と評価を⾏った（図 3.2（g-h））。 
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図 3.2  VAM を⽤いたモールド作製とリフロープロセスの⼿順。(a)フォトリソグラフィ
ーでネガ型フォトレジストのマスターモルドを作製する。(b-c)マスターから VAM のため
の PDMS モールドを作製する。(d)VAM による EVAホットメルト接着剤のパターニング。
(f)グルーモールドをホットプレートで加熱し、流路断⾯形状を。(g,h)リフロー後のグルー
モールドで PDMS を鋳込む。 

 

 

3.2.3 流路断⾯とパターニング能⼒の評価 

流路の断⾯形状を評価するために、幅 100、300、800 μm、⻑さ 40 mm の直線流路を使⽤
した。SU-8 マスターモールドは前節で述べた⼿順で作製した。上記の流路に対応する 3 つ
のモールドのレジスト厚さはそれぞれ 48.8、155.1、494.1 μm であった。PDMS モールドは
SU-8 マスターモールドから作製し、VAM モールドと PDMS モールドを⽤いてシリコンウ
ェハ上に EVA グルーをパターニングした。その後、グルーモールドをホットプレート上で
リフローし、PDMSソフトリソグラフィーを⽤いてレプリカを作製した。レプリカの断⾯を
顕微鏡で観察し、PDMS レプリカの断⾯像の幅𝑤と⾼さℎから、流路の接触⾓を算出した。
接触⾓𝜃は以下の式で算出した。 

𝜃 = 2 tan"# =
ℎ
𝑤 2⁄ A	 (3.1) 

図 3.3(a)は、パターン形成能⼒を⽰すために使⽤した流路構造である。同⼀基板上に曲率
半径の異なる流路パターンを作製し、リフローを⾏った。曲率半径は流路幅𝑤の設計値の定
数倍である𝑟5 = 𝑛𝑤とした。SU-8 マスターモールドのレジスト厚さは 49.6 μm と 421.4 μm で
あった。リフローしたグルーモールドで作製した PDMS レプリカの流路幅を測定し、カー
ブパターンを評価した。リフローの際、グルーの溶融・変形により湾曲部の内側のエッジが
湾曲部の内側に移動していることがわかった。このとき、流路の断⾯積は保存されていると
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仮定すると、流路の⾼さは減少していることになる（図 3.3（b））。曲線流路の形状変化は、
直線と曲線流路の幅の差を測定することで評価した。 

 

 

図 3.3 (a)モールドの流路構造。(b)曲線の評価⽅法。 

 

 

3.2.4 バルブシール性能とポンプ流量の測定 

図 3.4 は、マイクロペリスタリックポンプの構造を⽰している。このポンプは、channel 

layer、ダイヤフラム、pneumatic layer の 3 層で構成されている。マイクロ流路の設計幅は
100、300、800 μm、pneumaticチャンバーの幅𝑤6はそれぞれ 250、800、1500 μm であった。
これらの直線流路は、VAM を介してシリコンウェハー上に 100、300、800 μm の幅でパタ
ーニングし、85℃のホットプレート上でそれぞれ 30、60、300 秒間、リフローを⾏った。
モールド製作後、channel layer のモールドには厚さ 3mm、pneumatic layer のモールドには
厚さ 2mm のシリコンゴムシートをスペーサーとして貼り付け、デバイスの厚さを調整し
た。その後、PDMS モールドと同じ⼯程で、PDMS をキャストした。モールドから剥離し
た PDMS の外形を切断し、直径 8mm のパンチでそのチャンバーを切断した。基剤と硬化
剤を 10：0.7 の割合で混合した PDMS をシリコンウェハー上にスピンコートしてダイアフ
ラムを作製した。これを 75℃で 90 分間加熱することにより硬化させた。ダイアフラムの
厚さは 26.2-28.5 μm であった。ダイアフラムと pneumatic layer は空気プラズマを照射し、
ホットプレート上で 75℃、15 分間加熱して接着した。この層と channel layer を同じ⽅法で
接着した。マイクロポンプの加圧システムは、ダイアフラム駆動⽤の電磁弁（M3QB110-

M5-C2H-8-4，CKD，Japan）と Arduino マイクロコントローラ（Arduino Uno, Arduino SRL, 

Italy）から構成された。Pneumatic チャンバーにはダイヤフラムのたわみを防ぐため Milli-

Q⽔を満たした。バルブの蛍光観察は顕微鏡（IX71, Olympus Corporation, Japan）に取り付
けた sCMOS カメラ（ORCA-flash4.0, C11440-22CU, Hamamatsu Photonics K.K. ）を⽤いた。
マイクロ流路には、Milli-Q ⽔で 1 mM に希釈したフルオレセイン（F6377-100G, Sigma-

(a) (b)
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Aldrich Co., USA）を充填した。幅 100 μm の流路を観察する場合は、10 倍対物レンズ
(UPLANFLN10x, Olympus Corporation, Japan) 、ミラ ーユニッ ト (U-MNIBA2, Olympus 

Corporation, Japan)、フィルター(25ND25. Olympus Corporation, Japan)を使⽤した。その他の
流路には、4 倍対物レンズ(UPLANFL4x, Olympus Corporation, Japan)、ミラーユニット(U-

MWIB2, Olympus Corporation, Japan)を使⽤した。流速測定時には、Tween 20（170-6531, Bio-

Laboratories, Inc., USA）と Victoria Blue B（228-00222, Wako Pure Chemical Industries Ltd., Japan）
をそれぞれ 0.05% (v/v) および 0.1 mM に Milli-Q water で希釈したものを流路に注⼊し
た。ポリエチレン粒⼦（REDPMS-1.085 27-32 μm, Cospheric Microspheres, USA）を w=100 

μm と 300 μm の装置で流体トレーサーとして使⽤した。w=800 μm の装置では、90-106 μm

の粒⼦（REDPMS-1.065 90-106μm, Cospheric Microspheres, USA）を配置した。流量は、ポン
プ作動中の粒⼦を撮影し、流路の断⾯積と移動した粒⼦数から算出した。バルブの開閉状
態を open(0)、close(1)と表記するとき、使⽤した動作シーケンスは(001)(100)(111)である。
動作周波数は、バルブの 1状態遷移周期を⽰す。 

 

 

図 3.4 (a) マイクロペリスタポンプの構造 (b) バルブの断⾯図 

 

 

3.3 実験結果および考察 

3.3.1 形状再現性評価 

流路の形状を評価するために、流路と基板の間の接触⾓を測定した。議論の便宜上、断⾯
積の⼩さいものから順に、Type A、B、C と表す。減圧開始から⼀定距離の流路にグルーが
充填されるまでの時間は、断⾯形状、グルー粘度、減圧圧⼒によって決まる[96]。最も⼤き
い流路（Type C）は 40 mm の流路を充填するのに、数秒程度であるが、最も⼩さい流路（Type 

A）は 30 mm の充填に約 10 分必要である。流路断⾯の測定位置は、成形された流路の中⼼
付近の⼨法で測定した。すなわち、300 μm と 800 μm の流路は注⼊⼝から 20 mm、100 μm

の流路は注⼊⼝から 15 mm である。グルーを充填する流路⻑さが⻑く、直径が細くなるほ

(a) (b)
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ど流路抵抗が⼤きくなり、グルーの流速が低下する。経験上、等価直径 30 μm程度の流路で
は、30 mm の⻑さを充填するのに約 2時間必要となる。また、流路幅が 30 μm未満の場合、
リフロー時の濡れ挙動の安定性に問題があるケースもあった。パターニング後、グルーモー
ルドを 85℃のホットプレートで加熱した。 

図 3.5 に加熱前と加熱後の Type C のモールドを⽰す。このように、リフローにより断⾯
が丸みを帯び、表⾯が滑らかになっていることが確認できた。図 3.6（a,c-h）は、グルーモ
ールドを⽤いて作製した PDMS レプリカの断⾯図である。この実験では、PDMS の硬化温
度をグルーの融点付近に設定したが、75℃の加熱でも流路の形状は変化しなかった。これは、
直⽅体のグルーモールドを⽤いて PDMS を複数回キャストしても、流路のエッジや壁の粗
さが維持されることからも確認された。ただし、加熱を⾏う環境によっては、形状が変化す
る可能性がある。その場合、5~10 ℃の低温で加熱し、PDMS の硬化時間を⻑くするなどの
対策が考えられる。図 3.6 (a,c)はリフロー前の SU-8 モールドとグルーモールドの断⾯図で
ある。断⾯形状を定量的に評価するために、ウェハに対する流路の接触⾓を⽤いた（図
3.6(b)）。図 3.6 (i)は 3種類のモールドについて、加熱時間に対する接触⾓の推移を⽰したも
のである。また、表 3.1 に各加熱時間における流路⼨法と接触⾓の推移を⽰す。ここで、表
中の 0 s は、直⽅体のモールドの⼨法である。初期の矩形断⾯からリフロー時間の増加とと
もに接触⾓が減少し、最終的に約 50°に近づくことが確認された。流路の断⾯が⼤きくなる
と、相転移に必要な熱エネルギーが増加し、流路構造の上⾯がホットプレートの加熱⾯から
遠くなる。そのため、流路の形状変化は緩やかに進⾏する。この実験で得られた流路の最⼤
⾼さは 503 μm で、この流路の幅は 996 μm であった。3種類の流路において、接触⾓の変化
を⽰す変動係数は最⼤で約 4.2%であり、再現性の⾼いプロセスであることが確認された。
このことから、加熱時間を変化させることで、モールドの断⾯形状を制御することができる
ことが⽰された。また、5回以上の PDMS鋳造を⾏った場合でも、形状変化やグルーモール
ドの破損は確認されなかった。さらに、VAM を 5回以上繰り返した場合でも PDMS モール
ドの破断は観察されなかった。 
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図 3.5 リフロー前後のグルーモールド 
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図 3.6 モールドの断⾯形状（a）SU-8 マスターモールド。(b)流路接触⾓の定義 (c) リフロ
ー前のグルーモールド (d-h) 10〜300 秒のリフローで作製したモールド。(右上に⽰す接触
⾓は 3回の実験の平均値である)。(i) 流路の接触⾓とリフロー時間。凡例の数字はリフロ
ー前のグルーモールドの矩形流路の⼨法（幅×⾼さ）[μm]を表す。エラーバーは標準偏差
を⽰す。 
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表 3.1 各加熱時間における流路⼨法と接触⾓。誤差の範囲は標準偏差を⽰す。 

Time [s] 
A (96x49) B (288x155) C (792x494) 

Width [μm] Height [μm] 𝜽 [°] Width [μm] Height [μm] 𝜽 [°] Width [μm] Height [μm] 𝜽 [°] 

0 97.8±1.0 43.3±0.1 - 299.8±1.0 139.5±0.3 - 829.1±5.7 467.4±2.5 - 

10 126.4±4.2 46.5±1.0 72.7±3.0 342.3±10.8 157.2±2.5 85.2±1.0 881.2±14.8 492.9±7.1 96.4±1.6 

30 139.2±3.4 42.4±0.1 62.7±1.3 388.2±4.1 144.6±1.9 73.4±1.1 984.2±13.3 496.7±5.2 90.5±0.6 

60 149.4±2.0 39.9±0.6 56.2±1.3 418.7±5.7 137.9±2.2 66.8±1.5 1109.0±26.3 466.4±5.7 80.1±2.0 

120 157.9±2.9 37.7±0.3 51.1±1.0 452.5±9.6 127.6±0.4 58.9±1.2 1195.2±20.3 427.9±7.1 71.2±0.6 

300 160.0±0.8 37.2±0.6 49.9±0.5 488.4±1.7 120.3±0.7 52.5±0.2 1335.1±14.6 397.5±5.2 61.5±1.1 

 

 

3.3.2 パターニング能⼒評価 

パターニング能⼒を実証するために、直⾓に曲がる流路構造を作製した。リフロー後の湾
曲部と直線部の幅の差を測定することで、湾曲部に断⾯形状が保持されているかを確認す
ることができる。図 3.7(a,b)は幅 800 μm のモールドのリフロー前とリフロー後の様⼦であ
る。隣接する流路へのグルーの漏れは観察されなかった。図 3.8 は曲率半径に対する湾曲部
と直線部の流路幅の誤差を⽰したものである。曲率半径が𝑤/2の場合、曲線部の幅は直線部
の幅に⽐べて 20-30%増加した。このことは、流路の断⾯形状が⼤きく変化したことを⽰し
ている。フィレット半径 𝑟	 = 	0 の流路（図 3.7 (a,b)の左端の流路）では、リフロー後の直
線部の幅の	√2 倍が理想の幅と仮定して、𝑤	 = 	100 と 800 でそれぞれ 0.65%、4.25% の
誤差が⽣じた。フィレットがない流路の場合の誤差が⽐較的⼩さいのは、コーナーの外形線
が内側に進展し、誤差が打ち消されたためと考えられる。図 3.8 より、曲率半径が⼤きくな
るにつれて、曲線部での誤差が⼩さくなっていることがわかる。実際に、半径が初期流路幅
の 3倍以上になると 5%以下となった。この結果から、⼗分な曲率を持つ流路では、湾曲部
の断⾯が⼤きく変形することはないことがわかった。したがって、適切なフィレット半径を
設定することで、本⼿法により湾曲部の形状が⼤きく変化しない複雑な流路構造を作製す
ることが可能である。 
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図 3.7 曲線評価⽤デバイスのグルーモールド(a) リフロー前 (b) リフロー後 

 

 

 
図 3.8 直線部の流路幅に対する曲線部の幅の増加割合。エラーバーは標準偏差を⽰す 

 

 

3.3.3 バルブおよびポンプの性能評価 

本⼿法のマイクロ流体デバイスへの応⽤として、3 つのマイクロバルブからなるマイクロ
ペリスタルティックポンプを作製し、その性能を評価した。マイクロバルブとしての流路の
密閉性能を⽰すため、各デバイスの流路内に蛍光⾊素溶液を⼊れ、バルブ開閉時の蛍光強度
を観察した。図 3.9 (a)は、バルブの開閉状態での蛍光観察と明視野観察の画像である。空気
圧チャンバーを加圧し、ダイヤフラムが上昇すると、バルブ内の蛍光⾊素溶液は排斥され、
蛍光強度はバックグラウンドに近づく。これは、流路が完全に閉鎖されたことを⽰している。
図 3.9(b)は、チャンバーに加えた圧⼒に対するバルブの開閉度を⽰している。測定領域内の
蛍光強度の平均値が開閉度として⽰されている。断⾯積の異なる全てのタイプのバルブが
60 kPa以下で閉塞することを確認した。 

図 3.10 にポンプの流量の測定値を⽰す。流路内の微粒⼦をトレーサーとして流量を測定
した。どのデバイスも 20Hz程度までは動作周波数に⽐例して流量が増加し、その後、増加
率は徐々に減少した。最⼤流速は 50 Hz で 237 μL/min であり、これは流路⼨法の最も⼤き
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い Type C の装置で観察されたものである。この節で説明したバルブとポンプは、⾼流量を
必要とするシステムや、細胞組織のような⼤きな粒⼦の輸送に適⽤可能である。 

 

 

 
図 3.9  (a) バルブ開閉時の様⼦。上段は蛍光観察、下段は明視野観察の画像。左上の画像の
破線の領域は、蛍光強度の測定領域（バルブ中⼼から𝑤6と𝑤の 1/3 の領域）。(b) バルブの相
対的な開閉度。0 kPa の圧⼒を 1.0 としたときの測定領域における平均強度を⽰す。凡例中
の数字は半円形流路の⼨法（幅×⾼さ）[μm]を表す。 

 

 

図 3.10 マイクロペリスタルティックポンプの動作周波数に対する流量の測定結果 
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3.4 結⾔ 

本章では、EVAホットメルト接着剤と VAM を⽤いたリフロープロセスを報告した。こ
の⽅法は、SU-8 マスターモールドから作製した PDMS モールドを⽤いて、EVA グルーを
基板上にパターニングすることにより、数百 μm規模の構造を持つ半円形流路断⾯を持つ
モールドを作製することができる。まず、VAM を⽤いてシリコンウェハ上に直線流路をパ
ターニングし、リフロープロセスを実⾏した。作製したモールドを⽤いて PDMS をキャス
トし、断⾯を観察したところ、丸みを帯びた断⾯が形成された。各加熱時間における形状
変化の CV は 5%以下であり、加熱時間により断⾯形状を制御できることが確認された。ま
た、本実験で得られた半円形流路の最⼤⾼さは、幅 996 μm のとき 503 μm であった。続い
て、直⾓に曲がる流路構造を作製し、複雑なパターンの形成能⼒を評価した。グルーの形
状変化によるパターンの著しい変形は観察されなかった。本⼿法の応⽤例として、3 つの
バルブからなるマイクロペリスタルティックポンプを作製した。バルブの蛍光観察やポン
プ流量の測定から、本⼿法がマイクロ流体デバイスの作製に適⽤可能であることが⽰され
た。本⼿法は、⽐較的⼤規模な流路構造を作製することが可能であるだけでなく、切削加
⼯よりも滑らかな型⾯を得ることができる。また、PDMS や EVA のモールドは繰り返し使
⽤することができる。加えて、ホットプレートと⼩型真空ポンプで⾏うことが可能で、
PDMS モールドへの表⾯処理も不要である。したがって、数百マイクロメートルスケール
の構造体を低コストで簡便に作製するプロセスとして利⽤することができる。 

 

  



 45 

第 4 章 ２次元微粒⼦操作技術の開発 
4.1 緒⾔ 

本章では、前章で確⽴した粒⼦操作技術を 2次元平⾯上への操作へ拡張する。粒⼦を操
作する領域を取り囲むように流路とバルブを配置し、それらを制御することで粒⼦の位置
を 2次元的に操作するデバイスを設計した。 

ここで、強化学習は試⾏錯誤によって最適な⾏動を獲得するため、実環境のみでの学習
は膨⼤なコストを要する。そのため、本章においても、学習の効率化のためシミュレータ
を利⽤する。粒⼦操作タスクは、バルブ動作に対する粒⼦の移動を予測できれば、シミュ
レートできる。しかし、数値流体⼒学に代表される流体の計算は、⼤きな計算コストを必
要とするため、⾼速化が難しい。そこで、本章では、液中微粒⼦の挙動の予測技術とし
て、システムの学習前に CFDソフトウェアで流路内部の速度データ取得し、これを粒⼦の
速度として２次元の物理エンジンに⼊⼒することで粒⼦の移動を⾼速に予測する⼿法を提
案した。この⼿法による予測結果と実測した粒⼦の運動を⽐較し、本⼿法で液中粒⼦の移
動予測が可能であることを⽰した。 

シミュレータの能⼒を確認した後、このシミュレータを⽤いて２次元平⾯における粒⼦
操作の学習を⾏い、そのモデルを実環境にデプロイすることで新しい２次元粒⼦操作技術
を実証した。 
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4.2 理論、実験⽅法 

4.2.1 デバイスの構造と強化学習の適⽤ 

本システムへの強化学習の適⽤のため、タスクの設定と特徴量の定義を⾏った。マイクロ
バルブは Open/Close の２状態のみを取ることが可能で、Open/Close の状態の組合せでバル
ブのフェーズを表す。現在の開閉状態から、バルブの開閉が完全に遷移し、粒⼦の位置を観
測するまでを単位タイムステップとした。ここで、粒⼦操作タスクにおける状態と⾏動は以
下のように定義した。 

State 𝑠 : Position of beads 𝑝8, Position of targets 𝑝!, Current phase of valves 𝑣 

Action 𝑎 : Next phase of valves 

報酬は、タイムステップ𝑡でバルブを操作して粒⼦がターゲット位置に到達した場合に𝑟! =

10が与えられ、それ以外は𝑟! = 0とした。また、粒⼦の操作はデバイスの操作領域内のみで
⾏われ、マイクロ流路部分に粒⼦が出た場合は、その時点でタスクを終了し次のエピソード
に移⾏する。 

強化学習のアルゴリズムは Double Deep Q Network (DDQN) [101]を⽤いた。状態𝑠!におけ
る⾏動𝑎!の⾏動価値の推定値を、policyネットワークのパラメータ𝜃!を⽤いて𝑄(𝑠! , 𝑎!; 𝜃!)と
表すとき、タイムステップ𝑡のネットワークの損失関数は、 

𝐿!(𝜃!) = 𝔼 hY𝑌! − 𝑄(𝑠! , 𝑎!; 𝜃!)Z
$
j (4.1) 

である。ここで、教師信号𝑌!は、⼀定タイムステップの間固定されるパラメータ𝜃!9を⽤い
て、 

𝑌! = 𝑟! + 𝛾𝑄 k𝑠!"#, argmax
.

𝑄(𝑠!"#, 𝑎; 𝜃!) ; 𝜃!9l (4.2) 

である。タイムステップ𝑡におけるエージェントの⾏動選択は、以下の戦略に従う。 

𝑎! = argmax
.

𝑄(𝑠! , 𝑎; 𝜃!) (4.3) 

学習は experience replay[64]が利⽤された。これは、タイムステップ 𝑡における経験
〈𝑠! , 𝑎! , 𝑟! , 𝑠!"#〉をバッファに蓄積し、ネットワークの学習時はこのバッファからランダムに
バッチサイズ分の経験をサンプリングし、そのデータセットを⽤いてネットワークを更新
する⼿法である。 

policyネットワークは 512 unit の隠れ層を 1層持つ Multi-layer perceptron (MLP)で構成さ
れる。隠れ層の活性化関数は Rectified Linear Unit (ReLU) function が⽤いられ、optimizer は
Adam [102]が⽤いられた。学習開始後 10000 step はランダムな⾏動で経験をバッファに蓄積
し、この間はネットワークの学習は⾏われない。ランダムアクションで経験を蓄積した後、
ε-greedy ⽅策を⽤いて学習が⾏われ、100 episode まではε=1.0 から 0.1 まで減少させ、そ
の後は 0.1 で固定した。ターゲットネットワークのパラメータ𝜃!9は 10000 step で最新のタ
イムステップのパラメータ𝜃!に更新した。Replay memory のキャパシティは 105 step とした。 
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4.2.2 粒⼦操作シミュレーションおよび実験環境 

デバイスの構造を図 4.1(a)に⽰す。中⼼部の操作領域(Operating area)内の粒⼦の挙動を予
測する。この領域につながる流路に、マイクロバルブと呼ばれる機構を配置する。これは、
空気圧を利⽤して薄膜を動かすことで流れを⽣じる機構である。各バルブの Open/Close の
状態を切り替えることで操作領域内の粒⼦の位置を制御する。図 4.1(b)は学習システムの概
要である。デバイスの操作領域をカメラで撮影し、コンピュータで画像処理を⾏い、粒⼦位
置を取得する。それと同時にバルブの開閉状態の制御も⾏う。 

 

図 4.1 (a)デバイスの構造 (b)学習システム 

 

 

4.2.3 CFD と 2D 物理エンジンを利⽤した液中粒⼦挙動の予測 

図 4.2 に提案⼿法の概要を⽰す。マイクロバルブの動作で⽣じる流体の移動を操作領域
につながる流路で測定し、これを境界条件として領域内の流速を CFD ソフトウェア
(COMSOL Multiphysics)を⽤いて予測する。すべてのバルブ動作に対して流速を計算し、速
度 場 の デ ータを 粒 ⼦ の速度 と し て参照し 、 2 次元の 物 理エン ジ ン (Pymunk, 

http://www.pymunk.org)でその後の運動を予測する。マイクロバルブで⽣じる流れは薄膜の変
形量に依存するため時間変化するが、本研究ではバルブの開閉状態が切り替わるまでに移
動した体積が単位時間あたりに流れると仮定することで 3 次元定常⾮圧縮性流れとして扱
った。また、領域⾼さℎに対して𝑧 = ℎ/2の平⾯の流速を粒⼦速度として使⽤した。物理エン
ジンでのシミュレーションは、１回のバルブ動作あたり、2.5 ms のタイムステップで 500 ms

間実⾏され、その間、粒⼦の速度を 50 msごとに、位置情報をもとに更新した。直径 20 μm

の粒⼦を⽤いて実験を⾏った。 
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図 4.2 マイクロ流路内の粒⼦運動シミュレーション⼿法 

 

 

4.2.3 デバイスの製造 

前章で実証した VAM を⽤いたマイクロバルブの製造⽅法を応⽤してデバイスを作成し
た。前章の VAM によるリフロープロセスでは、Channel layer を直接減圧したが、このデバ
イスでは外周部と内部の流路直径が⼤幅に異なるため、内部にグルーが⼗分に充填されな
いことが想定された。そのため、図 4.3 に⽰すように、デバイスの Channel layer に隣接する
形で真空⽤の流路を設けた。各リザーバにグルーを投⼊し、Vacuum layer の流路を減圧する
と、PDMS のガス透過性によって Vacuum layer に隣接する Channel layer も減圧され、グル
ーが Channel layer 内部に充填される。この⼿法を利⽤して、SU-8 で構築された流路パター
ンを基板に転写した。 

モールドの製造⽅法は以下の通りである。まず、図 4.3 に⽰すデバイスの Pneumatic layer

以外の流路構造をフォトリソグラフィを⽤いて SU-8 で作製した。Channel layer の外周部の
モールド厚さは 251.83 μm、操作領域を含む内部の厚さは 26.82 μm とした。前章までと同
様の⽅法で、ソフトリソグラフィーによってグルー成形⽤の PDMS モールドを作製した。
PDMS モールドの変形を抑えるため、今回はグルー成形時のホットプレート温度を 150°C と
してグルーモールドを作製した。リザーバにグルーを投⼊し、Vacuum layer を減圧すること
で、グルーをパターニングした。作製したグルーモールドのバルブ部分のみを半円形断⾯と
するため、図 4.4(a)のようにハンダゴテを⽤いてグルーモールドの裏側から加熱することで
局所的にグルーを溶融した。図 4.4(b)はリフロー後のグルーモールドである。バルブ部分以
外の矩形断⾯を保持した状態で半円形上の流路が得られた。 

このグルーモールドを⽤いてデバイスを PDMS で作製した。PDMS の鋳込みの⼿順はこ
れまでと同様である。また、Pneumatic layer は SU-8 で作製したモールドを使⽤して作製し
た。ダイアフラムは基剤と硬化剤を 10:0.7 の⽐率で混合した PDMS をシリコンウェハにス
ピンコートすることで作製した。ダイアフラムの厚さは 19.19 μm であった。それぞれのレ
イヤをプラズマ接合し、デバイスを作製した。 
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デバイスの流路内を、Milli-Q water に Tween20 (170-6531, Bio-Laboratories, Inc., USA) を
0.05%(v/v)で希釈したもので満たし、デバイスの流路に 20 µm のポリスチレン粒⼦(#18329, 

Polysciences Inc., USA)を⼀つ配置し、操作を⾏った。 

 

 

 
図 4.3 VAM のためのモールドの流路構造 

 

 

 
図 4.4 (a)局所的なリフロープロセスの概要 (b)リフロー後のグルーモールド 
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4.3 実験結果および考察 

4.3.1 予測能⼒の評価 

CFD による速度場の予測のため、境界条件として、マイクロ流路部分の流速を測定した。
図 4.5 は、任意のバルブ状態から任意のバルブ状態への遷移において、各流路でサンプリン
グされた流量の合計値である。デバイスの流路内で質量保存則が成り⽴つので、流路から操
作領域への流⼊と流出は合計して０になると考えられる。図 4.5 は⾊が濃いほど流⼊出の合
計値の誤差が⼤きいことを⽰している。ここで、いくつかの遷移で粒⼦の認識ミスによる値
が確認されたため、デバイスの対称性から、相似な遷移の平均値を測定値としてプロットし
た。全体の誤差は平均 1.5 px程度となり、デバイス内の⽔頭圧差によると思われる対流など
は確認できなかった。外周の流路によってデバイス内の圧⼒を⼀定に保つことができてい
ると考えられる。このデータを利⽤し、COMSOL による速度場の予測を⾏い、シミュレー
タを構築した。 

続いて、バルブをランダムに動かした場合の実測値と予測値の⽐較が⾏われ、誤差を評価
した。ここで、事前にバルブをランダムに遷移した場合の領域内の粒⼦移動量をサンプリン
グした。この測定では、粒⼦の初期位置𝑝*と⾏動𝛼実⾏後の粒⼦位置𝑝#を記録した。シミュ
レーションでは、初期位置を𝑝*とし、⾏動𝛼実⾏後の粒⼦位置𝑝#0を予測した速度場と物理エ
ンジンを利⽤して算出した。𝑝#と𝑝#0から予測精度を評価した(図 4.6)。誤差の評価には、⼆乗
平均平⽅誤差(RMSE)を⽤いた。 

RMSE = t
1
𝑛6Y𝑝#5 − 𝑝#

0
5Z

$
5

:)#

	 (5.4) 

これは、誤差が⼆乗されるため誤差の絶対値が⼤きなものを重視する。この誤差を最⼩化
するように物理エンジンのパラメータを調整した。 

図 4.7 は粒⼦の移動の実測値と予測値の⽐較である。バルブをランダムに動かした場合
の平均粒⼦移動量は 24.65 μm であり、この実測値に対する⼆乗平均平⽅根誤差は 4.35 μm

であった。また、本⼿法は粒⼦の挙動予測時には流体の計算を必要としないため、動作速
度は実機に⽐べて 100倍以上⾼速であることが確認された。 
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図 4.5 任意の状態⾏動の組み合わせにおける、３つの流路の粒⼦移動量の合計値（1px あ
たり 2.285 μm） 

 

 

 
図 4.6 粒⼦移動量の⽐較⽅法 
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図 4.7 CFD ベースのシミュレータによる粒⼦移動予測の結果 

 

 

4.3.2 粒⼦操作の実証 

ターゲットの⼤きさを 2 種類とし、ターゲット位置をランダムにしてシミュレーション
を⾏った。図 4.8、表 4.1 より、どちらの設定でも、報酬の上昇とステップ数の減少が確認
された。ターゲットエリアが⼤きい⽅が学習の収束が早く、ステップ数も少ない。シミュレ
ーションでターゲットを⼩さく設定して学習を⾏うことで、同じモデルで⼤きなターゲッ
トにも対応できると考えられる。以上より、学習が正常に⾏われたと判断し、この２つのモ
デルを実環境でテストした。 

表 4.2 より、それぞれのターゲットサイズで、タスク成功率は 98%以上、ステップ数はシ
ミュレーションと同じ程度であった。ただし、シミュレーションは粒⼦初期位置がランダム
なので、実際の成績は実験よりも⾼いと考えられる。ターゲット位置をランダムとした場合
でも、これまでのワークフローが機能することが⽰された。また、ターゲットサイズを⼩さ
くしてもタスクを実⾏できることが確認された。 
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図 4.8 各ターゲットサイズ 

 

 
図 4.9 シミュレーションの結果 (a)報酬 (b)1エピソードあたりのステップ数  

(c) トータルステップ数 (d) 誤差の平均値 

 

 

 

 

 

50 x 50 um2 20 x 20 um2

(a) (b)

(c) (d)



 54 

 

表 4.1 シミュレーションの成績 

ターゲット 平均報酬 
平均ステップ数 

[step/episode] 
50 x 50 um 9.95 7.68 
20 x 20 um 9.83 11.88 

 

 

表 4.2 実験の成績 

ターゲット 平均報酬 
平均ステップ数 

[step/episode] 
50 x 50 um 9.97 5.21 
20 x 20 um 9.87 10.64 
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4.4 結⾔ 

本論⽂では、マイクロ流体システムを利⽤した新規マイクロマニピュレータのための液
中微粒⼦の挙動の予測⼿法を提案した。本⼿法は、操作領域内の流れを CFDソフトウェア
で予測し、その流速データを微粒⼦の速度として 2D 物理エンジンで粒⼦の運動を予測する。
実測値との⽐較から、直径 20 μm の粒⼦の平均移動量に対して、予測誤差が 17.6%となり、
粒⼦の移動予測が可能であることが⽰された。 

 本シミュレータを⽤いて粒⼦の操作を実⾏した。まず、シミュレータでの学習が⾏われ、
タスク成功率と操作効率の上昇から、２次元へ⾯における粒⼦操作が学習可能であること
が確認された。その後、シミュレーションにおける学習結果を⽤いて実環境における操作を
⾏った。50×50 μm、20×20 μm のそれぞれのターゲットサイズで、タスク成功率は 98%以上
となった。ステップ数はシミュレーションと同じ程度であった。この結果から、マイクロバ
ルブの強化学習による２次元粒⼦操作技術の実証に成功したと考える。 
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第 5 章 深層学習を利⽤した粒⼦操作シミュレータと粒⼦の並列操作 
5.1 緒⾔ 

全章では、流体中の粒⼦操作タスクをシミュレートするため、バルブ動作に対する粒⼦の
挙動を予測する CFD を利⽤した⼿法をシミュレータに組み込んだ。シミュレータは⼀般的
に、CFD や物理エンジンなどを含めて物理理論ベースで構築されるが、デバイスや操作対
象の形状に合わせて⼀つ⼀つ数理モデルを作成することは、システムの応⽤範囲を制限す
る。この煩雑さを克服するため、深層学習ベースの⼿法を開発した。これは、バルブ動作に
対する粒⼦の運動の関係をニューラルネットワークで予測する⼿法である。このネットワ
ークは、粒⼦の位置とバルブの状態変化の情報を⼊⼒とし、バルブ動作後の粒⼦の位置を出
⼒とするように訓練された。このネットワークは実際のデバイスからランダムサンプリン
グされた学習⽤データを⽤いた教師あり学習で実現される。 

本章では、まず、２粒⼦の並列操作を実⾏できる操作⾃由度を持つデバイスを作製し、シ
ミュレータ⽤のネットワークの学習⽤データの収集を⾏った。このデータを⽤いて粒⼦移
動予測⽤のネットワークの学習を⾏った。ネットワークの予測精度を確認すると同時に、予
測精度と学習データ数の関係を調べ、⼗分な精度を得るために必要な学習データ規模を評
価した。その後、強化学習による粒⼦の操作の学習が⾏われた。構築したシミュレータ上で
ターゲットのサイズを変更し、システムの粒⼦操作精度の評価を⾏った。学習したモデルは
実環境にデプロイされ、２次元平⾯上での粒⼦操作の実証が⾏われた。 
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5.2 理論、実験⽅法 

5.2.1 デバイスの構造と強化学習の適⽤ 

図 5.1(a)にデバイスの構造を⽰す。デバイスは中央部の操作領域とそこにつながる流路、
バルブで構成される。タスクの基本的な⽬的は、操作領域内の粒⼦の中⼼位置を任意のター
ゲットへ操作することである(図 5.1(b))。操作対象の粒⼦は、マイクロバルブの開閉で発⽣
する流体の流れを利⽤して位置制御される。マイクロバルブは、Pneumatic layer の加圧と減
圧によって開閉状態が切り替えられる(図 5.1(c))。操作領域につながる６本の流路に合計７
つのバルブが配置された。２つのバルブが配置された流路とその他の任意の１本の流路に
注⽬したときに、⼀般的なマイクロポンプと同様にバルブが３つとなる。これは、任意の⽅
向からシーケンシャルなバルブ動作で流体を出し⼊れすることができる最低限の構成であ
る。𝑁本の流路が交差した微⼩領域内における粒⼦操作の問題では、粒⼦数𝑃の操作におい
て、２次元平⾯を操作するときの⾃由度は2𝑃で、これらの⾃由度を独⽴して操作するため
には、独⽴した流量を⽣じる流路数が、𝑁 ≥ 2𝑃 + 1を満たす必要がある[25]。よって、今回
⽤いた６本の流路を持つデバイスでは２つの粒⼦の⾃由度を独⽴して操作できる。 

図 5.1(d)は、本論⽂における粒⼦操作システム構築のスキームである。まず、実際のデバ
イスを⽤いてシミュレータのための学習データセットを収集する図 5.1(d, ①)。この学習デ
ータを⽤いて粒⼦の移動予測⽤のネットワークの学習を⾏う図 5.1(d, ②)。次のステップで
は、シミュレータ上で深層強化学習を⽤いたエージェントの学習が実⾏される図 5.1(d, ③)。
その後、シミュレータ上で⼗分に学習が⾏われたモデルが実環境にデプロイされ、実機の制
御を⾏う図 5.1(d, ④)。 

 

 

図 5.1 (a)流路構造の 3D イメージ (b)操作領域とタスクの概要 (c)マイクロバルブの断⾯イ
メージ (d)シミュレータの構築とエージェント学習のスキーム。 
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5.2.2 強化学習アルゴリズムの適⽤ 

本システムへの強化学習の適⽤のため、タスクの設定と特徴量の定義を⾏った。アルゴリ
ズムなどは 4章と同様である。ただし、ターゲット到達で得られる報酬は、𝑟! = 1とし、１
回のタスクにおけるステップ数が 500 step を超えた場合も同様に次のエピソードに移⾏す
る。これらの場合も𝑟! = 0である。 

タスクの難易度が上がると、学習初期のエージェントが得る報酬が極端に少ないため、学
習がほとんど進⾏しなくなる。これに対して、タスクを失敗した場合でも到達した状態に応
じて報酬を与えることで、疎な報酬空間における学習効率を改善する、Hindsight experience 

replay [103]が提案されている。本論⽂では、この考え⽅を利⽤し、各遷移で収集される経験
データのターゲット情報を次状態とし、報酬が与えられた場合の仮想的な経験を⽣成し、通
常の replay buffer とは別の buffer に保存する。この buffer のキャパシティは replay buffer と
同じとした。エージェントは学習時に replay buffer から経験データをランダムにサンプリン
グするが、こときにバッチサイズの 10%を virtual buffer からサンプリングした経験を⽤いて
学習を⾏った。 

 

5.2.3 デバイスの作製 

図 5.2 は、デバイスの流路構造である。Channel layer と Pneumatic layer のモールドは、フ
ォトリソグラフィ[86]を⽤いて形成された。特に channel layer は、ポジ型とネガ型のフォト
レジストを混在させる⼿法[104]を⽤いることで、バルブのシールのための半円形構造と矩
形構造を⼀つのモールド上に構成した。モールドおよびデバイス製造は以下の⼿順で⾏わ
れた。まず、ネガ型フォトレジスト(SU-8 3025, Nippon Kayaku Co., Ltd., Japan)をシリコンウ
ェハーにスピンコートし、95°C で 30 分ソフトベークした。このウェハをフォトマスクを
使⽤せず、全⾯を UV ライトに 150 mJ/cm2 の露光量で露光し、95℃で 5 分間ポストベーク
した。このウェハ上にポジ型レジスト AZ P4903 (MicroChemicals GmbH)をスピンコートし、
110℃のホットプレートで 8 分間ソフトベイクした。Rounded layer のフォトマスクを使⽤し
て UV ライトに 1000 mJ/cm2で露光した。その後、AZ Developer で現像された。このウェハ
をホットプレートで加熱し、AZ レイヤをリフローすることで半円形状の断⾯を得た。リフ
ローは 65℃から 190℃まで 10℃/hr で温度を上昇し、その後 190℃で固定され、合計 15時間
加熱した。このあと、リフロー後のウェハ上にネガ型フォトレジストで矩形流路部分を作製
した。まず、Channel layer 1 が SU-8 3010 で構成され、厚さは µm であった。ウェハーを設
計された流路が印刷されたフォトマスクを使⽤して UV ライトに 250 mJ/cm2 で露光した。
その後、ウェハーを 95℃で 5 分間ポストベークした。同じ⼿順で SU-8 2100 (Nippon Kayaku 

Co., Ltd., Japan)を⽤いて channel layer 2 の構造を作成した。ただし、露光は 400 mJ/cm2で⾏
われた。Pneumatic layer のモールドは SU-8 3050 のみで構成され、フォトマスクを介して 200 

mJ/cm2で露光で作製され、95.46 μm のレイヤー⾼さであった。 

デバイスの厚さを調製するため、Channel layer は３ mm、Pneumatic layer は 2 mm のシリ
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コンゴムシートがスペーサとしてモールドに取り付けられた。PDMS (SYLGARD 184, The 

Dow Chemical Co., USA) は、base と curing agent が 10:1 の割合で混合され、モールドに流し
込まれた。これを 75℃で 90 分加熱することで硬化させた。モールドからはく離された PDMS

は、外形を切断し、チャンバーがパンチによって切断された。ダイアフラムは 10:0.7 の割
合で混合された PDMS をシリコンウェハー上にスピンコートされ、厚さを 17.0 µm とした。
ダイアフラムと pneumatic layer に 90 Pa でプラズマを 25秒間照射し、貼り合わせ、75°C

のホットプレートで 15 分加熱することで接合した。このレイヤーと channel layer を同様の
⽅法で接合した。 

 
図 5.2 デバイス流路構造の 2D イメージ 

 

 

5.2.4 学習システム 

学習システムを図 5.3 に⽰す。システムは、ダイアフラムを駆動するための pneumatic 

control とソレノイドバルブ(M3QB110, CKD Corporation, Japan)、バルブを操作するための
Arduino Microcontroller (Arduino Uno, Arduino S.R.L., Italy)、強化学習のプログラムを実⾏す
るためのコンピュータ、粒⼦を観察するための顕微鏡と CMOS カメラ(VC-320, Gazo Co., 

Ltd.)から構成される。デバイスは pneumatic chamber と空気の圧⼒をコントロールするため
のダイアフラムポンプがソレノイドバルブを介して接続され、ソレノイドバルブは Arduino 

Microcontroller の制御信号によって駆動される。このとき pneumatic chamber に印加される
圧⼒はすべての実験で 80 kPa とした。デバイスの流路内を、Milli-Q water に Tween20 (170-

6531, Bio-Laboratories, Inc., USA) を 0.05%(v/v)で希釈したもので満たした。その後、デバイ
スの observation area に 20 µm のポリスチレン粒⼦(#18329, Polysciences Inc., USA)を配置す
る。顕微鏡に取り付けられたカメラから画像をコンピュータに取り込み、OpenCV 4.0 を⽤
いて粒⼦の輪郭を抽出することで粒⼦位置をリアルタイムで測定する。 
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図 5.3 学習システム 

 

 

5.2.5 シミュレータの構築 

図 5.4 はシミュレータによる学習の概要を⽰す。エージェントは現在の状態から⾏動価値
を戦略に従って出⼒し、シミュレータにアクション𝑎を⼊⼒する。シミュレータは現在の粒
⼦位置、バルブ状態と⼊⼒されたアクション𝑎から、𝑎が実⾏されたあとの粒⼦の位置を出
⼒する。エージェントはこの移動後の粒⼦の位置を⽤いて再度⾏動を選択する。これを繰り
返して学習を⾏う。ここで、バルブ状態の遷移は、選択された⾏動のみで決まるとした。こ
れは、実環境のシステムはポンプのダイアフラムの動作は確率遷移せず、バルブはコントロ
ーラからの信号によって確実に想定した状態へ遷移することができるためである。 

粒⼦位置を予測するネットワークの学習は、まず、ランダムにバルブを動かしたときの粒
⼦の移動をサンプリングする。サンプリングの⼿順は以下の通りである。任意のバルブ状態
𝑣*のときの粒⼦位置𝑝*を観測する。次に、ランダムに選択されたバルブ状態𝑣#へ遷移し、粒
⼦位置𝑝#を観測する。その後、ランダムなバルブ遷移と粒⼦位置の観測を繰り返す。これに
より、バルブ動作と粒⼦の挙動の関係を含む学習データセット 

𝐷 = 〈[𝑣*, 𝑝*, 𝑣#, 𝑝#], [𝑣#, 𝑝#, 𝑣$, 𝑝$],⋯ [𝑣!9#, 𝑝!9#, 𝑣! , 𝑝!]〉 (4) 
を⽣成する。次にこのデータセットにおける粒⼦初期位置𝑝!9#と動作前後のバルブ開閉状態
𝑣!9#, 𝑣!を⼊⼒とし、実測された移動先の座標𝑝!を教師信号として教師あり学習でネットワ
ークを訓練した。このネットワークは 256unit の隠れ層を２層持つ MLP で構成される。隠
れ層の活性化関数は ReLU function、optimizer は Adam が⽤いられた。損失関数は Mean 

Absolute Error (MAE)が⽤いられた。 

Camera
Picture

50 µm

Microbead

Solenoid
Valve

Compressor
(50 kPa)

Microcontroller

Camera

Compressor
(50 kPa)

Solenoid Valves

Microfluidic Device



 61 

 

図 5.4 シミュレータの構造とこれを利⽤した強化学習の流れ 
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5.3 実験結果および考察 

5.3.1 シミュレータの評価 

シミュレータ構築のため、バルブ動作に対する粒⼦の移動予測を⾏うネットワークの学
習を⾏った。まず、ランダムなバルブ動作で粒⼦の移動データの収集が⾏われ、約 55000 step

のデータを取得した。このときサンプリングされた粒⼦の平均移動量は 19.82 μm であった。
訓練に必要なデータ数を⾒積もるため、データ数を変化させた場合の MAE を調べた(図
5.5(a)）。学習データ数が増加するにつれてテストデータに対する予測誤差が低下していくこ
とが⽰された。テスト誤差の低下が飽和するまでに 35000 データを要することが⽰された。
使⽤したデバイスは７つのバルブを持ち、前後の開閉状態の組み合わせは 16384 通りであ
る。確率的に各動作 2 回程度のサンプルがあれば領域全域に対して予測が可能となること
が⽰唆された。50000 データで学習した場合のモデルの学習曲線を図 5.5(b)に⽰す。また、
図 5.5(c)は、このモデルで予測された粒⼦の移動と実測された値の⽐較である。シミュレー
タ上の粒⼦初期位置をサンプリングした実環境における粒⼦遷移の初期位置に⼀致させ、
バルブの動作後の粒⼦位置を算出し、⽐較した。図 5.5(b)より、このモデルの MAE は 1.47 

μm で、平均移動量に対して 7.44％であった。モデルは、壁などの境界条件の情報がモデル
に与えられていないにも関わらず、定義された流路領域外への予測はほとんど⾒られなか
った。これは、複雑な流路やピラーなどがある場合でもそれらを考慮した粒⼦の移動をデー
タから学習可能であることを⽰唆している。また、複数の粒⼦でのサンプリングに拡張する
ことで粒⼦同⼠の相互作⽤を含めた予測ができる可能性がある。これらの性質は、変形を伴
う粒⼦や細⻑い粒⼦など、粒⼦や流路形状の制約がほとんどなく、⾼速な予測が可能となる
ため、マイクロバルブの集積システム内の粒⼦の挙動予測⼿法として利⽤が期待できる。 
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図 5.5 学習データ数と予測誤差の関係(a) データ数に対する MAE の変化。すべての試⾏で
5000 step がテスト⽤データとして割り当てられた。 (b) MAE の推移。256 unit の hidden 

layer が 2層のモデル, 𝛼 = 0.0001, バッチサイズ 32。(c)予測結果と実測値の⽐較。使⽤モ
デルは(b)と同様。 

 

 

5.3.2 単⼀粒⼦操作 

実環境での実験に先⽴ち、シミュレータを⽤いた１粒⼦の操作の学習が⾏われた。図
5.6(a, b)にシミュレータによる学習結果を⽰す。図 5.6(a,b)より、ターゲットエリア直径を
10 μm から縮⼩していくと、直径 2.5 μm まではタスク成功率が 90%を超え、ステップ数も
効率化されることが確認された。1 μm ではタスク成功率が 40%程度となり、それ以上は上
昇しなかった。step 数は、ターゲット付近での微調整の難易度が上がるため、ターゲット
エリアの縮⼩に⽐例して増加する傾向がある。さらに、1 μm のタスクでは、カメラの解像
度は 1 px あたり約 0.9 μm であるため、画像の摂動により位置調整の難易度が上昇したこ
とが原因であると考えられる。 

ここで、経験の改変の効果を確認するため、この⼿法の有無によるシミュレーション結
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果の⽐較を⾏った。図 5.7 に経験の改変の有無によるシミュレーションの結果を⽰す。基
本的に、どのターゲットエリアのタスクにおいても報酬の⽴ち上がりやステップ数の減少
が早い段階から確認された。さらに、10, 5 μm では最終的には再ラベリングを使⽤しない
場合でも同等のパフォーマンスが得られたが、2.5 μm では経験の改変なしではタスクを学
習することができなかった。これは、タスクの難易度が上がり、学習が不⾜している状態
では報酬にたどり着くことができず、学習が進⾏しないことによるものである。このシミ
ュレーション結果から、ターゲットサイズ縮⼩により報酬が疎な場合に経験の改変による
学習が有効であることが⽰された。 

図 5.6(c,d)はシミュレーションと実環境にデプロイしたときの結果である。さらに、図
5.8 は操作中の様⼦である。バルブの動作で発⽣する流れを利⽤して指定されたターゲッ
トエリアに粒⼦を運ぶ動作が確認された。実環境においては、直径 2.5 μm のタスクにおけ
る最終的な平均ステップ数は約 60 steps/episode となり、バルブ動作スピードは約 3 Hz程
度であるため、⽬的のエリアへの移動に平均 20秒程度で粒⼦を配置することが可能であ
る。実環境にシミュレーション結果をデプロイすると、シミュレーションで獲得した動作
によって、デプロイした直後から良い成績が得られる。基本的にシミュレータと実環境に
はギャップが存在し、完全に同じ環境での学習は困難であるため、⼀般に、このギャップ
によって実環境においてシミュレーションの成績を再現することが妨げられる。しかし、
提案⼿法では、デプロイしたエージェントは、シミュレーションで最終的に到達した結果
には及ばないものの、それに近い成績を達成し、⼗分な再現性が確保されている。この事
実は、シミュレータによるパラメータ調整や学習効率の評価の精度が確保されていること
を⽰している。 
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図 5.6 単⼀粒⼦操作のシミュレーション及び実環境におけるテストの結果。(a)シミュレー
ションにおけるタスク成功率と(b)１エピソードあたりのステップ数 。𝛼 = 0.0001、𝛾 =

0.98とした。各プロットは 100エピソードの平均値である。(c) 各環境におけるタスク成功
率 (d)１エピソードあたりのステップ数（200 episode の平均） 

 

 

 

0

20

40

60

80

100

10 5 2.5 1

Su
cc

es
s 

ra
te

  [
%

]

Target Diameter [μm]

1

10

100

1000

10 5 2.5 1

St
ep

s 
/ E

pi
so

de

Target Diameter [μm]

(b)(a)

(d)(c)

10 μm
5 μm

2.5 μm
1 μm

10 μm
5 μm

2.5 μm
1 μm

Simulation
Real

Simulation
Real

(in millions) (in millions)



 66 

 
図 5.7 １粒⼦操作の結果(a)タスク成功率と(b)１エピソードあたりのステップ数。各プロ
ットは 50エピソードの平均値である。破線は各ターゲットエリアにおける報酬の改変を
⾏わなかった場合の結果。𝛼 = 0.0001、𝛾 = 0.98。 

 

 

 

図 5.8 実環境における連続した 4回の試⾏の写真。ターゲット𝜙2.5 μm。動作速度 3 Hz。
図中のラインは粒⼦の軌道を⽰す。(a,b) Task 1 (c,d) Task 2 (e,f) Task 3 (g,h) Task 4 
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5.3.3 粒⼦ 2個並列操作 

次のタスクとして、領域内の２つの粒⼦の同時操作を学習した。ターゲットエリア同⼠は
オーバーラップしないこととし、シミュレータのネットワークは粒⼦１個の場合と同じも
のを継続して使⽤した。移動予測は各粒⼦に対して独⽴して⾏われるため、シミュレータ内
の予測では粒⼦同⼠のオーバーラップなどは許容されている。その他の学習設定は１粒⼦
の場合と同様である。図 5.9(a, b)にシミュレ−タの学習結果を⽰す。20 μm のターゲットの
場合、最終 1000 episodes のタスクの成功率が 98.8%、１エピソードあたりのステップ数は
平均 32.74 steps となった。ターゲットを縮⼩すると、10 μm ではタスク成功率が 70%程度、
5 μm では最⼤約 15%となった。ターゲットが縮⼩された場合でも、経験の改変操作によっ
て異なるタスクにおける報酬が得られる動作を学習できるが、ターゲット周辺にたどり着
くまでの動作を学習することができないことが原因と考えられる。この結果を受け、20 μm

のターゲットで学習したモデルを 10 μm のターゲット設定で追加学習を⾏った(図 5.9, 10 

μm (Pre-trained))。この場合、初期段階から⾼いタスク成功率を⽰し、学習の進⾏に伴いステ
ップ数も減少した。以上の結果より、シミュレータ上での複数粒⼦の並列操作が可能である
ことが確認された。 

ここでも、経験の改変の効果が確認された。図 5.10 に経験の改変の有無による２粒⼦の
並列操作タスクにおけるシミュレーションの結果を⽰す。２粒⼦の場合、経験の改変なしで
は 20 μm のタスクを学習することができなかった。⼀⽅で、再ラベリングを⾏った場合で
はタスク成功率の上昇と動作の効率が確認された。よって、２粒⼦の並列操作の場合でもこ
の⼿法の効果が確認された。 

実環境におけるパフォーマンスを実証するため、シミュレータで学習を⾏ったモデルを
実環境へ適⽤した。図 5.9(c, d)に実環境とシミュレータのパフォーマンスの⽐較結果を⽰す。
１粒⼦の場合と同じように、シミュレータでは初期状態を実環境のデータに⼀致させてタ
スク成績を算出した。図 5.11 は操作中の様⼦である。実環境においても粒⼦の並列操作に
成功していることを確認した。ステップ数はシミュレーションに⽐べて効率がわずかに低
下するものの、２つの環境で⼤きなギャップは⾒られなかった。これにより、粒⼦数を増や
した場合でもシミュレータを⽤いた学習ができることが⽰された。また、粒⼦間同⼠の相互
作⽤を考慮していない移動予測ネットワークを⽤いても同時操作を学習できることもわか
った。現在のシステムは 3 Hz で動作しているため、任意の位置へ、20 μm では約 20秒、10 

μm では約 50 秒で操作可能である。領域内にピラーや堰などを設け、それらのツールを利
⽤した操作を学習させることで、流路数と操作可能な粒⼦数の間にある流体⼒学的な制約
にとらわれない、効率的なシステムの実現に期待できる。 
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図 5.9 ２粒⼦並列操作のシミュレーション及び実環境におけるテストの結果。(a)シミュレ
ーションにおけるタスク成功率と(b)１エピソードあたりのステップ数 。各プロットは 200

エピソードの平均値である。Pre-trained のプロットは 20 μm での学習済みモデルを使⽤し
た場合の結果。このとき𝛼 = 0.000001、𝛾 = 0.98とし、それ以外は𝛼 = 0.00001  とした。
(c) 各環境におけるタスク成功率と(d)１エピソードあたりのステップ数（200 episode の平
均、10 μm のプロットは(a,b)における Pre-trained のモデル）。 
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図 5.10 １粒⼦操作のシミュレーション結果。(a)タスク成功率と (b)１エピソードあたり
のステップ数。各プロットは 200エピソードの平均値である。破線は報酬の改変を⾏わな

かった場合の結果。𝛼 = 0.00001、𝛾 = 0.98。 

 

 

 
図 5.11 実環境における連続した 2回の試⾏の写真。ターゲット𝜙2.5 μm。動作速度 3 Hz。
(a-d) Task 1 (e-h) Task 2  
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5.4 結⾔ 

本章では、マイクロバルブを⽤いた 2 次元平⾯での新しい粒⼦操作技術について報告し
た。このシステムは、オンチップマイクロバルブの動作で発⽣する流れを⽤いて粒⼦を操作
する。適切なバルブシーケンスは強化学習を利⽤することで⾃律的に決定された。エージェ
ントの効率的な学習のため、シミュレータが⽤いられた。タスクをシミュレートするために、
微⼩流路内の粒⼦の運動を予測する必要がある。そこで、我々は深層学習を利⽤してその運
動を予測した。バルブをランダムに動かし領域内の粒⼦の運動をサンプリングし、バルブの
動作と粒⼦の位置から動作後の粒⼦位置を予測するニューラルネットワークを教師あり学
習で訓練した。予測誤差が平均 7.44％となり粒⼦位置の予測が可能であることが⽰された。
このシミュレータを⽤いてエージェントの学習を⾏った。まず、1 粒⼦の操作を⾏い、任意
の位置に操作可能であることが⽰された。その後、2 粒⼦の同時操作を⾏い、2 つの粒⼦を
同時に操作してターゲットに運ぶことができることを確認した。 

本⼿法は、マイクロバルブと微⼩流路構造のみで構成され、マイクロ流体マルチプレクサ
を利⽤することで⼤規模並列化することが可能となる。また、強化学習を利⽤したことでデ
バイスの流路構造や粒⼦の物理的特性に制約がない。さらに、シミュレータにおいてもこれ
らの制約はない。今後、ピラーや堰などの構造物を利⽤した⾏動を獲得させることで、流路
の本数と操作可能粒⼦数の制約を受けることなく操作できるかもしれない。したがって、細
胞ネットワークの解析プラットフォームや機能性粒⼦相互作⽤の基礎的特性を調査するプ
ラットフォームとしての応⽤に期待できる。 
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第６章 総括 
本論⽂では、マイクロ流体システムの強化学習による制御技術と、これを応⽤した安価で

⽣体適合性のある微粒⼦操作技術を提案した。 

 第１章では、マイクロ流体システムの強化学習による制御技術の確⽴のため、マイクロ流
体⼯学でよく⽤いられるオンチップアクチュエータのマイクロバルブを制御対象として強
化学習を適⽤した。ここでは、3 つのマイクロバルブを組み合わせたマイクロペリスタルテ
ィックポンプと呼ばれる構造を⽤いた。この機構を搭載したマイクロ流体デバイスを作製
し、バルブの動作機構と、カメラなどの観察機構、情報処理⽤のコンピュータを統合した学
習システムを構築した。本章では、オンチップアクチュエータへの強化学習の適⽤の原理を
実証するため、マイクロポンプの送液動作の獲得を⽬標とした。これに合わせて、マイクロ
ポンプの動作にマルコフ性を仮定し、MDP に基づく定式化を⾏った。バルブの動作で発⽣
する、順⽅向への流れを報酬とすることで、システムの⽬的を流量の最⼤化とした。その後、
実際のデバイスにおける流体の移動量のサンプリングを⾏い、報酬関数のモデリングが⾏
われた。続いて、MDP における価値関数の計算のため、動的計画法による最適化が⾏われ
た。コンピュータ上で学習が⾏われ、割引率の最適化により、従来提案されていたシーケン
スに⽐べて⼤幅に流量が向上する動作を学習できることが⽰された。また、得られた動作シ
ーケンスは本実験で使⽤したシステムの動作特性に応じて最適化されたものであることが
確認された。 

 動的計画法を適⽤する場合、報酬関数が計算可能である必要がある。しかし、実際の環
境では、環境が未知の場合が多く、報酬関数などの数理モデルを構築することは難しい。
そのため、環境内を探索し試⾏錯誤で最適な⾏動を学習するモデルフリー型アルゴリズム
の Q 学習の適⽤を試みた。実環境での学習に加え、MDP の適⽤時に作成した報酬関数を
組み込んだ仮想環境を⽤いてコンピュータ上でも同様の学習が⾏われた。いずれの環境に
おいても動的計画法で獲得されたものと同様のシーケンスに収束し、正常に学習が⾏われ
たことを確認した。報酬を⽬標流量からの偏差に変更し、順⽅向への流量の調整を⽬的と
して、より⾼度な動作の学習を⾏った。いくつかの流量の設定において、所望の平均流量
を発⽣する動作を獲得できることを確認した。さらに、学習中に空気圧制御系の電磁弁を
変更し環境を変化させた場合でも、パフォーマンスを維持できることを⽰した。 

第 2章では、強化学習によるマイクロバルブの制御技術を拡張することで粒⼦操作技術
を実証した。直線上の流路内の粒⼦を指定した位置へ運ぶタスクとして特徴量が定義され
た。粒⼦がターゲットエリアに到達したときに報酬を与え、粒⼦を⽬的位置に運ぶような
動作の学習を⽬的とした。学習アルゴリズムには Q 学習が⽤いられ、シミュレータ、実環
境のそれぞれの環境で学習が⾏われた。実環境における実験によって、ランダムに動作さ
せた場合に⽐べて効率よく粒⼦を操作できることを確認した。また、シミュレータを⽤い
た事前学習を⾏うことで、実環境における学習を効率化できることが確認された。 
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第３章では、マイクロバルブの作製⼿法として、EVAホットメルト接着剤と VAM を⽤
いたリフロープロセスを報告した。この⼿法は、溶融した EVA グルーを、マイクロ流路構
造を⽤いて成形することで、加熱によって断⾯形状を制御可能なマイクロ流体デバイス⽤
のモールド作製技術である。この⼿法は、従来のポジ型フォトレジストでは困難な、数百
μm スケールの半円形流路断⾯を作製することができる。まず、シリコンウェハ上への直
線流路のパターニングを⾏い、加熱時間によって断⾯形状を CV が５％以内で制御可能で
あることを⽰した。その後、曲線流路を⽤いたパターニング能⼒の評価を⾏った。直⾓に
曲がる流路の曲線部におけるリフロー前後の流路幅の変化を調べ、複雑な流路構造に対応
できることを確認した。その後、バルブ作製と、マイクロペリスタルティックポンプを作
製した。蛍光観察やポンプ流量の測定を⾏い、本⼿法がマイクロ流体デバイスの作製に適
⽤可能であることを確認した。 

 第 4章では、強化学習を利⽤した新規マイクロマニピュレータのための液中微粒⼦挙動
の予測⼿法を提案した。これは、操作領域内の流れを CFDソフトウェアで予測し、その流
速データを微粒⼦の速度として 2D 物理エンジンで粒⼦の運動を予測する。実測値との⽐
較から、直径 20 μm の粒⼦の平均移動量に対して、予測誤差が 17.6%であった。これによ
って、液中粒⼦の移動予測能⼒が実証された。その後、 このシミュレータを⽤いて粒⼦の
操作を実⾏した。まず、シミュレータでの学習により、タスク成功率と操作効率の上昇か
が確認され、２次元平⾯での粒⼦操作が可能であることが⽰された。この結果から、シミ
ュレーションにおける学習結果を⽤いて実環境での粒⼦操作を実⾏した。ターゲットサイ
ズが 50×50 μm および 20×20 μm で、タスク成功率は 98%以上となった。また、初期位置か
らターゲットまでのステップ数はシミュレーションと同程度であった。以上の結果からマ
イクロバルブの強化学習による 2次元粒⼦操作技術が実証された。 

  第 5章では、深層学習を利⽤したシミュレータを構築し、複数粒⼦の同時操作を実現し
た。システムの動作原理は第 2章、第４章と同じであるが、フォトリソを⽤いたデバイス
作製により並列化が可能である。学習に先⽴ち、シミュレータの構築を⾏った。粒⼦の挙
動を予測するため、深層学習が⽤いられた。実際のデバイスでバルブをランダムに動か
し、粒⼦の挙動をサンプリングした。このデータセットを⽤いて、バルブ動作と現在の粒
⼦位置から次の粒⼦位置を予測するニューラルネットワークを訓練した。このネットワー
クは、粒⼦の平均移動量に対する予測誤差が 7.44％となり、粒⼦移動予測が可能であるこ
とが⽰された。このシミュレータを⽤いて強化学習モデルの学習を⾏った。はじめに、１
粒⼦の操作を⾏い、指定された任意のターゲット位置へ粒⼦を操作できることを確認し
た。その後、２つの粒⼦の同時操作を実⾏し、それらを同時に操作して⽬標位置に移動さ
せる動作を学習したことを確認した。これらの結果は、シミュレータでの学習を⾏った
後、実環境に適⽤された。実環境に置いてもシミュレータで学習した戦略によってパフォ
ーマンスが維持できることが⽰された。操作精度は、1 粒⼦の場合は 2.5 μm、2 粒⼦の同
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時操作の場合は 10 μm となった。以上の結果より、2次元平⾯における粒⼦操作技術が確
⽴された。 

本研究では、オンチップマイクロ流体アクチュエータの強化学習による制御を⽤いた粒
⼦操作技術の構築を⽬標とし、制御⼿法とシステムの開発を⾏った。本研究で確⽴した技
術は、低コストで集積可能な微⼩粒⼦操作技術として、細胞⽣物学を始めとした分野での
利⽤に期待できる。また、粒⼦操作だけでなく、強化学習による⾃律的な動作の獲得によ
り、⽬標を設定するのみで複雑な動作が可能となることも同時に⽰した。これは、タスク
に対して専⽤にデバイスを作製する必要があり、汎⽤性に乏しいという問題があった、マ
イクロ流体システムの問題の解決に貢献するものである。 
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